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摘　 要:目的 变压器是电力系统中重要的设备,其发生故障时能够被有效地判别出故障类别,使得电力检修效率提

升,这对电网的安全运行具有重要意义。 针对电网电力检修中出现的变压器故障判别精度不足这一问题,提出了

基于自注意力机制与 1D-CNN 的变压器故障诊断方法。 常规卷积在处理 DGA 气体样本数据时容易损失特征信

息,导致故障诊断的准确率偏低,论文将自注意力机制与 1D-CNN 结合,有效改善了上述问题,提高了变压器故障

诊断的准确率和可靠性。 方法 为减少卷积网络提取到的特征提取信息在模型层间传播时造成的损失,论文在 1D-
CNN 的基础上使用 LeakyReLU 函数替代原模型中的 ReLU 激活函数,相比于 ReLU 激活方式下很多神经元都没有

被激活,LeakyReLU 可以降低模型的稀疏性,使得网络特征信息多样性增加。 自注意力机制可实现对变压器油中

溶解气体数据的特征信息加权处理,实现了有效特征信息增强作用,采用动态衰减学习率策略对优化器进行优化。
结果 所提的方法损失率可降低至 0. 078,相比于无动态衰减学习率和 ReLU 激活方式,损失率分别降低了 44. 7%和

38. 6%;诊断准确率可达到 93. 79%,较 1D-CNN 和 GOA-BP 方法诊断准确率提高了 0. 36%和 2. 12%。 结论 算例

仿真验证了所提方法的有效性和优越性,表明基于自注意力机制与 1D-CNN 的变压器故障诊断方法能有效提高诊

断的准确率,降低模型的损失率。
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Abstract 
 

Objective Transformers
 

are
 

important
 

equipment
 

in
 

the
 

power
 

system.
 

Effective
 

identification
 

of
 

fault
 

categories
 

when
 

transformers
 

fail
 

can
 

improve
 

the
 

efficiency
 

of
 

power
 

maintenance 
 

which
 

is
 

of
 

great
 

significance
 

for
 

the
 

safe
 

operation
 

of
 

the
 

power
 

grid.
 

In
 

response
 

to
 

low
 

accuracy
 

in
 

transformer
 

fault
 

identification
 

in
 

power
 

grid
 

maintenance 
 

this
 

paper
 

proposed
 

a
 

transformer
 

fault
 

diagnosis
 

method
 

based
 

on
 

a
 

self-attention
 

mechanism
 

and
 

1D-CNN.
 

Conventional
 

convolution
 

often
 

loses
 

feature
 

information
 

when
 

processing
 

DGA
 

gas
 

sample
 

data 
 

resulting
 

in
 

low
 

accuracy
 

in
 

fault
 

diagnosis.
 

By
 

combining
 

the
 

self-attention
 

mechanism
 

with
 

1D-CNN 
 

this
 

paper
 

effectively
 

addressed
 

the
 

above
 

issues 
 

improving
 

the
 

accuracy
 

and
 

reliability
 

of
 

transformer
 

fault
 

diagnosis.
 

Methods
 

To
 

reduce
 

the
 

loss
 

of
 

feature
 

extraction
 

information
 

during
 

inter-layer
 

propagation
 

in
 

convolutional
 

networks 
 

this
 

paper
 

replaced
 

the
 

ReLU
 

activation
 

function
 

in
 

the
 

original
 

model
 

with
 

the
 

LeakyReLU
 

function.
 

Compared
 

with
 

ReLU
 

activation 
 

where
 

many
 

neurons
 

are
 

not
 

activated 
 

LeakyReLU
 

can
 

reduce
 

the
 

sparsity
 

of
 

the
 

model
 

and
 

increase
 

the
 

diversity
 

of
 

network
 

feature
 

information.
 

The
 

self-
attention

 

mechanism
 

can
 

weight
 

the
 

feature
 

information
 

of
 

dissolved
 

gas
 

data
 

in
 

transformer
 

oil 
 

realizing
 

effective
 

feature
 

information
 

enhancement.
 

A
 

dynamic
 

decay
 

learning
 

rate
 

strategy
 

was
 

used
 

to
 

optimize
 

the
 

optimizer.
 

Results
 

The
 

proposed
 

method
 

reduced
 

the
 

loss
 

rate
 

to
 

0. 078 
 

a
 

decrease
 

of
 

44. 7%
 

and
 

38. 6%
 

compared
 

with
 

models
 

without
 

dynamic
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decay
 

learning
 

rate
 

and
 

ReLU
 

activation 
 

respectively.
 

The
 

diagnostic
 

accuracy
 

can
 

reach
 

93. 79% 
 

an
 

increase
 

of
 

0. 36%
 

and
 

2. 12%
 

compared
 

with
 

1D-CNN
 

and
 

GOA-BP
 

methods 
 

respectively.
 

Conclusion Case
 

study
 

simulations
 

validate
 

the
 

effectiveness
 

and
 

superiority
 

of
 

the
 

proposed
 

method 
 

demonstrating
 

that
 

the
 

transformer
 

fault
 

diagnosis
 

method
 

based
 

on
 

the
 

self-attention
 

mechanism
 

and
 

1D-CNN
 

can
 

effectively
 

improve
 

diagnostic
 

accuracy
 

and
 

reduce
 

model
 

loss.
 

Keywords transformer 
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1　 引　 言
电力变压器在电力系统中起着电能变换的重要的作

用,其不正常运行状态将会给电力系统的安全性和稳定

性带来威胁[1] 。 因此,建立一套有效的故障诊断流程尤

为重要,这能使基层电力巡检维护人员及时有效地诊断

出故障并进行处理,保证供电的可靠性[2-3] 。
变压器内部发生绝缘老化时,故障一般可分为两

类:即过热故障和放电故障,过热故障按温度高低,可
分为低温过热,中温过热与高温过热 3 种;放电故障按

照能量密度的不同,可分为局部放电,低能放电和高能

放电 3 种。 发生上述故障时,变压器中产生的 H2、
CH4、C2H6、C2H4、C2H2 等气体会溶解在绝缘油中,通过

对溶于油中气体成分进行分析就能够反映变压器当前

运行状态, 这种方法被称为油中溶解气体分析法
 

(Dissolved
 

Gas
 

Analysis,
 

DGA) [4-6] 。
变压器故障诊断的方法主要有直观检查方法、电

气预防性试验方法、专家系统
 

( TFDES) [7] 及人工神经

网络法
 

( TFDANN)等。 其中,油中溶解气体分析法是

最常用的一种方法,它根据变压器油中溶解气体的浓

度来判断变压器内部是否发生故障以及故障类型,然
而这种方法存在一些缺点,例如,诊断准确率不高、受
外界因素影响大、无法反映故障的实时状态等[8] 。

近年来随着人工智能领域的发展,将机器学习算

法和实际采集到的数据进行结合使得故障诊断取得了

更好的效果。 目前,国内外学者在进行多分类故障诊

断研究时常用的有支持向量机( SVM) [9] 、概率神经网

络(PNN) [10]及 BP 神经网络[11] 等机器学习算法,SVM
是一种二分类模型,对于多分类问题需要将某转化为

多个二分类问题会增加计算复杂度和运算时间;PNN
是一种基于概率密度函数的神经网络,它对数据的分

布假设较强,若数据不符合高斯分布或者类别之间的

方差不相等,那么 PNN 的分类效果会下降,受到样本分

布影响较大;BP 神经网络是一种基于误差反向传播的

神经网络,容易陷入局部最优解,且容易受到学习率的

影响导致收敛性不足误差较大。
深度算法作为机器学习的细分领域,有卷积神经

网络 ( CNN)、循环神经网络 ( RNN)、深度置信网络

(DBN)等,RNN 主要用于处理文本、语音等时间序列数

据,对于空间数据的处理能力较弱,不能很好地提取数

据的局部特征;DBN 是一种基于无监督预训练的深度

学习方法,其预训练过程比较耗时,且对参数的选择较

为敏感;CNN 因为其自身卷积核具有稀疏性,所以在参

数提取过程中更加注重对于有用特征数据的处理,基
于此,本文在 1D-CNN 的基础上加入自注意力机制(Self
-Attention),并对激活函数与学习率进行优化,改进后的

模型在对特征信息进行提取时,通过保留一定的负值权

重实现对于负值有效信息的利用,并通过自注意力机制

对于所提取到的特征数据按重要程度进行权重分配,增
强了对有效信息的利用,实现模型损失率的降低,实现了

对于变压器故障多分类问题的有效判别。

2　 相关算法介绍
2. 1　 一维卷积神经网络模型

CNN 是深度学习理论中最成功的一个分支,通过

多网络结构、卷积运算和降采样实现对信号深层信息

提取,具有稀疏连接和权重共享两大突出特点,有效地

降低了网络复杂度和过拟合风险[12] 。 在特征提取和运

算处理速度方面相较于其他神经网络有较大优势。
国内外学者常将一维数据转化为二维图像,通过间

接对图像的处理实现故障分类,Waibel 等[13] 于 1987 年

提出时间延迟网络,将 1D-CNN 应用于一维数据方面的

研究,从此开启了 1D-CNN 的发展之路。 相比于普通卷

积网络,1D-CNN 的输入通常为一维数组或包含多个通

道的二维数组,其卷积核只朝着一个方向进行移动,卷积

的填充方式包含有效填充(Valid
 

padding)和相同填充

(Same
 

padding)两种。 Valid
 

padding 时,卷积核只对有效

位置进行扫描;Same
 

padding 时,填充数值由算法依据卷

积核大小计算,若步长(stride,s)为 1,则特征输出形状和

输入形状一致,若 s>n 且 n 为正整数,则卷积核进行降采

样填充,输出缩小为原来的 1 / n 倍。
如图 1 所示,X

 i 和 X
 o 分别为输入特征和输出特

征,K 为卷积核组;w1 和 h1 分别为输入特征的特征通

道数和序列长度;代表进行一维卷积操作,q 为卷积

核大小,卷积核的大小决定了特征提取时所对应的局

部时间窗的长度;h2 为输出特征的序列长度,A 为非线

性激活函数;w2 为卷积核个数,其决定输出特征的通道

数;此外,卷积核参数还包括卷及步长( stride,
 

s)和填

充方式(padding,
 

p),图中 s 为 2,s 的参数设置若大于 1
则是希望减小输入参数的数目,减少计算量。 图中的
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1D-CNN 卷积操作过程用公式表达为

A(x) Relu = Max{0
 

,
 

x}
Xo =A(KX i+B)

Xo =Xo
1Xo

2Xo
3…Xo

w2

其中,为矩阵拼配运算符号,B 为卷积偏置,卷积层激

活函数 A(x)常选用 Relu。

W1

W1

h1
q

W2

A

W2

h2

输入特征Xi 卷积核组K 输出特征Xo

图 1　 1D-CNN 处理过程

Fig. 1　 The
 

process
 

of
 

1D-CNN
 

processing
常规一维卷积的填充方式分为有效填充和相同填充。

有效填充时,卷积核只扫描输入的特征图有效窗口位置,
其特征输出如下:

h2 = 1+(h1 -q) / s
当进行相同填充,填充的值由算法内部依据卷积

核大小计算,当步长 s = 1 时时,能够保证特征输出尺寸

和输入尺寸相等,若 s>n 时且 n 为正整数,则卷积核进

行降采样填充,输出特征为输入特征的 1 / n 倍,其特征

输出如下:
h2 = 1+(h1 +2p-q) / s

2. 2　 自注意力机制
自注意力机制可将数据的不同部分赋予权重,依

据各部分所占权重获得相应的关注,并对其进行有效

的运算及判断[14-15] ,这提高了计算机对有效数据的运

算效率,其原理如图 2 所示。

注意力权重分配 输出

Key
Query

Value

空间向量

输入特征

图 2　 自注意力机制原理图

Fig. 2　 Schematic
 

diagram
 

of
 

the
 

self-attention
 

mechanism
图 2 中,Query 为查询向量,Key 为键向量,Value 为

值向量,d 是维度。 经 Embedding 线性变换后的输入的

特征变换为上述空间向量,Query 通过在 Key 上投影获

得数值实现对向量之间相关度的判断,两者的矩阵内积

后通过 softmax 函数将相关度进行归一化得到注意力权

重分配,将其与 Value 进行加权求和,最终实现对于高权

重值的特征信息量的保留。 上述原理的数学表达式为

Self_Attention(Q,K,V)= Softmax
QKT

dK
( ) V

3　 自注意力机制与 1D-CNN 模型
论文模型的搭建均基于 Python 语言 TensorFlow2. 5 框

架,并通过 Jupyter
 

notebook
 

平台上进行仿真计算,计算机

的硬件配置为 Intel(R)Core(TM)i5-7300HQ
 

CPU@ 2. 50
 

GHz,GTX1050
 

GPU。
3. 1　 模型的改进

卷积神经网络中常采用激活函数 ReLU 来解决梯

度消失问题,即在运算过程中输入的数值大于 0,则保

持数值输出;若输入小于 0 时,将原数值置零输出,这会

使对应的权重和偏置参数此次无法得到更新,同时也会

损失所提取到的负值有用信息。 为此,论文提出以

LeakyReLU 替代 ReLU 来解决上述问题。 LeakyReLU 可

以有效地解决神经元输入特征信息为负值时梯度不更

新的问题,信息输入数值为正数时进行完全输出,在反

向传播过程中出现负值输入时,通过设置较小的权重 β
来保留一定的负值信息,在进行计算后得到梯度更新

信息, 能有效消除梯度方向锯齿现象, 原理如图 3
所示。

y

yi=xi

yi=0 x

y

yi=βxi

yi=xi

x

　 　 (a)
 

ReLU 激活 (b)
 

LeakyReLU 激活

图 3　 激活函数

Fig. 3　 Activation
 

functions
在训练过程中,固定的学习率会使得模型训练速

度缓慢,容易陷入局部最优点或鞍点从而导致稳定性

不足问题,本文在 Adam 优化器的基础上采用动态衰减

学习率策略对优化器进行优化,公式如下:
mt =β1mt-1 +(1-β1)gt

vt =β2vt-1 +(1-β2)g2
t

m̂t =
mt

1-βt
1

v̂t =
vt

1-βt
2
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θt+1 = θt-
η
v̂t +ò

m̂t

lrt,i =
η

v̂t,i +ò

lrt,i =
η

v̂t,i +ò
∗decay_rate( global_step

decay_steps)

其中,gt 是第 t 轮的梯度,mt 和 vt 是梯度的一阶矩和二

阶矩的指数移动平均,m̂t 和 v̂t 是偏差修正后的一阶矩

和二阶矩,θt 是第 t 轮的参数,η 是初始学习率,β1 和 β2

是移动平均的衰减率,这里将 η 和 β 参数分别设为

0. 04 和 0. 92,∈是一个很小的数,用来防止除以零。
Adam 优化器的学习率不是固定的,而是根据每个

参数的梯度变化而调整。 学习率等于初始学习率除以

梯度平方的平均值的平方根,其中 i 表示第 i 个参数,
lrt,i 表示第 t 轮第 i 个参数的学习率,lr0,i 是第 i 个参数

的初始学习率,decay 是一个衰减函数,可以根据 t 或其

他因素来计算新的学习率,其中 decay_rate 和 decay_
steps 是超参数,用于控制衰减速度和周期。 改进前后

模型训练的损失率变化对比图如图 4 所示。
2.0

1.5

1.0

0.5

0.0
0 100 200 300 400 500

损
失

率

训练轮次

无动态衰减学习率
LeakyReLU激活方式
ReLU激活方式

图 4　 不同激活函数下模型训练的损失率

Fig. 4　 Loss
 

rate
 

of
 

model
 

training
 

with
 

different
 

activation
 

functions
由图 4 曲线可知,在无动态衰减学习率、有动态学

习率的 LeakyReLU 激活方式和 ReLU 激活方式下,模型

的训练损失率分别为 0. 141、0. 078 和 0. 127,未添加动

态衰减学习率的模型在训练时效率较低,无法有效地

加速模型的迭代过程;而在 ReLU 激活方式下,会将所

提取到的负值有效信息全部置零从而增大损失率,从
而导致模型诊断精度的降低。 优化器采用动态衰减学

习率策略和 Leaky
 

ReLU 激活方式可以明显地降低模型

的损失,相比于无动态衰减学习率和 ReLU 激活方式,
损失率分别降低了 44. 7%和 38. 6%。

为了分析不同优化器的选取对本文所搭建的模型

诊断性能影响,将上文所设置的参数与不同优化器进

行对比,这里的批尺寸参数均设置为 32,对比仿真结果

如图 5 所示。
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0.5

0.0
0 100 200 300 400 500

损
失

率

训练轮次

本文所用方法
RMSprop优化器
SGD优化器
Adadelta优化器

图 5　 不同优化器训练效果对比

Fig. 5　 Comparison
 

of
 

training
 

effects
 

of
 

different
 

optimizers

由图 5 中可以看出,优化器的选取对于模型的训

练效果有较大影响,当选用 Adadelta 优化器时,模型训

练中的梯度下降缓慢且最终无法收敛,难以用于故障

诊断;RMSprop 和 SGD 优化器在训练过程中无法动态

地调整学习率的下降速度,从而导致梯度更新不稳定,
相较于 Adam 优化器,两者收敛稳定性不足。
3. 2　 模型结构与参数设置

一维卷积神经网络模型常用于提取输入样本数据

的局部特征,并且通过堆叠层数来增加感受野和抽象

能力。 然而,一维卷积神经网络模型也有一些局限性,
随着层数的增加,梯度消失和信息损失的问题也会加

剧。 为了解决上述问题,论文将自注意力机制与 1D -
CNN 模型结合,以增强一维卷积神经网络模型的表达

与泛化能力。 在卷积层之后添加自注意力机制,这样

可以让卷积层提取局部特征,而自注意力层提取全局

特征,可以让自注意力层在每个卷积层之后对特征进

行重新组合,并增强特征信息的权重。
诊断模型结构图如图 6 所示。 图 6 中,Normalization

层的作用是对神经网络的输入或输出进行规范化,使
分布更加接近标准正态分布,有助于加速训练过程和

解决梯度消失问题,在 Normalization 层后加入自注意力

机制层,在特征信息经过规范化处理后,将数据的各部

分赋予相应的权重,再根据所占权重获得相应的关注。
Flatten 层能将多维的输入一维化,常用于卷积层到全

连接层的过渡,可以简化数据的表示,减少计算量,方
便后续的全连接层进行处理。

两个 Conv1D 的卷积核均为 5,卷积核核数分别为

64 和 128,MaxPool1D 中 pool_size 为 2,两层 Dense 神经

元个数为分别为 256 和 7,Activation 层中激活函数为

LeakyReLU,其权重参数 β 为 0. 01,两个 Self-Attention
模块的注意力头维度分别为 64 和 128。
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图 6　 故障诊断模型结构图

Fig. 6　 Structure
 

of
 

the
 

fault
 

diagnosis
 

model

4　 仿真实验与结果分析
论文数据集由某市电网供电公司提供,数据集中

包含 氢 气 ( H2 )、 甲 烷 ( CH4 )、 乙 烷 ( C2H6 )、 乙 烯

(C2H4)、乙炔(C2H2)五种气体,共 7 种样本类型,分别

为 6 种故障状态和正常状态,6 种故障状态分别为:低
温过热、中温过热、高温过热、低能放电、局部放电、高
能放电。 实际测量共计 600 例样本,对实际样本中进

行人工筛选,选出 550 条有效样本,DGA 数据样本图如

图 7 所示。
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图 7　 DGA 数据样本图

Fig. 7　 Sample
 

plot
 

of
 

DGA
 

data

4. 1　 模型的训练与测试

将样本按照 4 ∶ 1 划分为训练集和测试集,样本数

据划分及编码如表 1 所示。 由于样本数据集有限,难
以在统计学上代表数据,故采取 4 折验证法,最终的模

型参数为 4 个模型参数取值的平均数,其原理如图 8
所示。

表 1　 样本数据划分及编码

Table
 

1　 Division
 

and
 

coding
 

of
 

sample
 

data

状态类别 训练样本 测试样本 编　 码

高能放电电 60 14 1
低能放电 60 14 2
局部放电 66 16 3
高温过热 66 18 4
中温过热 64 17 5
低温过热 62 15 6
正常状态 62 16 7

数据划分为4个区

第1折

第2折

第3折

第4折

验证

验证

验证

验证

训练

训练

训练

训练

训练

训练

训练

训练

训练

训练

训练

训练

验证
参数1
验证
参数2
验证
参数3
验证
参数4

最终参数：
取平均值

图 8　 四折验证法

Fig. 8　 Four-fold
 

verification
 

method
对模型进行训练和测试后,得到图 9。 图 9 中可看

出在训练轮次达到 100 时,基于自注意力机制与 1D-
CNN 的诊断模型的训练集准确率已达到 88. 7%,测试

集准确率达到 86. 51%,在训练轮次达到 400 次时,模
型的准确率趋近于恒定值,说明模型已经收敛。 多次

仿真后,模型的平均训练准确率和平均训练准确率分

别为 95. 94%和 93. 68%。
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图 9　 模型的训练与测试

Fig. 9　 Training
 

and
 

testing
 

of
 

the
 

model
以所搭建的模型进行实际故障诊断,将 DGA 特征气

体含量数据进行诊断测试,部分实例如表 2 所示。
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表 2　 变压器故障诊断方法部分实例

Table
 

2　 Selected
 

examples
 

of
 

transformer
 

fault
 

diagnosis
 

methods

DGA 特征气体含量(μL·L-1)
H2 CH4 C2 H6 C2 H4 C2 H2

实际故障

类型

诊断故障

类型

255. 7 104. 4 21. 3 117. 3 169. 4 高能放电 高能放电

150 11. 6 29 50. 6 1. 1 局部放电 局部放电

91 307 78 313 1. 4 高温过热 高温过热

66. 7 97. 6 55. 8 92. 8 0. 1 低温过热 低温过热

86 112 67 46 85. 8 低能放电 低能放电

193 29 6 13 14 高能放电 高能放电

6. 9 80. 6 47. 4 351 4. 9 高温过热 高温过热

9. 1 24 5. 2 8. 8 90. 8 低能放电 正常状态

13. 6 5. 3 8. 2 29 2. 1 正常状态 正常状态

193 29 6 13 14 高能放电 高能放电

242 24. 4 5. 5 5. 1 0. 1 局部放电 局部放电

31. 2 150 50 208 1. 4 高温过热 高温过热

3. 7 153. 8 99 195. 2 0. 1 中温过热 中温过热

18 137 50 152 0. 4 中温过热 中温过热

46 12 33. 3 9 0. 8 正常状态 正常状态

为直观分析模型故障诊断的分类性能,将实际样本放

入模型中进行预测,重复多次试验后,结果如图 10 所示。
图 10 中,低能放电和局部放电状态全部样本均预测正确,
诊断正确率可达 100%,高能放电、中温过热和高温过热样

本中均只有一例样本误判,实际 110 个样本中,103 例样本

诊断后可获得正确的诊断结果,仿真实验有效验证了基于

自注意力机制与 1D-CNN 的变压器故障诊断方法的性能。
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测试样本
预测错误样本

图 10　 模型的实际样本预测

Fig. 10　 Actual
 

sample
 

predictions
 

from
 

the
 

model

4. 2　 算例对比

为了验证基于自注意力机制与 1D-CNN 的变压器

故障诊断方法的优越性,本文搭建 1D -CNN 和 LSTM
神经模型并与文献[16]中的蝗虫优化神经网络(GOA-
BP)作对比,用以上算法做故障诊断模型,各优化算法

模型的相关参数如表 3 所示。

表 3　 各算法相关参数对比

Table
 

3　 Comparison
 

of
 

relevant
 

parameters
 

for
 

each
 

algorithm

模型 Paccuracy / % Precall / % Mean_accuracy
 

/ %
论文方法 93. 79 89. 98 93. 68
1D-CNN 93. 43 88. 61 93. 09

LSTM 85. 57 84. 58 85. 02
GOA-BP 91. 67 — 91. 67

在此采用 Accuracy、Recall、Mean_accuracy 三个参
数作为评估模型稳定性的标准,Accuracy 是准确率,是
指预测正确的样本数占测试所有的样本数的比,Mean_
Accuracy 为平均准确率,用以衡量模型的平均诊断性
能,Recall 为召回率,即正确预测正分类的样本数占测
试的所有正样本的比例比,False

 

Positive(FP,NFP )为被
判定成正确样本的错误样本,False

 

Negative( FN,NFN )
为被判定成错误样本的正确样本, True

 

Positive ( TP,
NTP )为判定成正确样本的正确样本,True

 

Negative(TN,
NTN)为被判定为错误样本的错误样本,相关计算公式
如下:

Paccuracy =
NTP +NTN

NTP +NTN +NFP +NFN

Precall =
NTP

NTP +NFN

表 3 中所使用的方法对于变压器故障多分类诊断
的平均准确率为 93. 68%,测试准确率可达 93. 79%,比
1D-CNN、LSTM 和 GOA -BP 的预测准确率分别高出
0. 36%、8. 22%和 2. 12%,算例对比表明论文所提方法
的有效性和优越性。

5　 结　 论
为有效提高变压器的故障诊断精度,本文提出将

1D-CNN 与自注意力机制结合实现对变压器的故障诊
断,通过自注意力机制对所提取出的 DGA 气体数据进
行合理的权重分配,激活函数方式及学习率进行改进
优化后,有效地降低了模型训练和测试中的损失率,提
升了模型诊断性能,所提故障诊断方法诊断准确率可
达到 93. 79%,损失率降低至 0. 078。 相较于 1D-CNN、
LSTM 和 GOA-BP 模型,本文所提模型预测准确率分别
高出 0. 36%、8. 22% 和 2. 12%,平均准确率分别高出
0. 59%、8. 66%和 2. 01%。 本文所提方法可为解决变压
器故障诊断精度不足的问题提供一个新思路。

本文的研究仅聚焦于对于电力变压器的故障诊
断,在后续的工作中,针对其他相关电气设备的相关特
性,把本文所用方法改进后与其结合,可探索对于多类
型电气设备的故障诊断。
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