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摘　 要:目的 针对光刻系统与特征尺寸不匹配导致的光刻图案与掩模图案严重偏差的问题,提出了一个基于深度

学习的端到端掩模优化框架 TransU-ILT。 方法 该框架使用 CNN-Transformer 的混合模型作为特征提取模块提取

目标布局的深度特征,在特征重构模块中加入像素重组层来重构掩模;此外,在训练过程中,加入深度监督机制提

高对布局图案特征的提取精度,从而进一步提高掩模的可印刷性。 结果 实验定量结果表明:与最先进的方法相比,
所提出的框架可以实现 4 倍的周转时间加速,在平方 L2 误差和工艺变化带指标方面分别降低了 13. 4%和 4. 3%,
且框架生成的掩模晶圆图案边缘更加平滑,更接近目标布局。 结论 TransU-ILT 在时间性能和掩模可印刷性方面

总体上优于对比的先进方法,可以为掩模优化方法提供一种有效的解决方案。
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Abstract 
 

Objective Aiming
 

at
 

the
 

problem
 

of
 

serious
 

deviation
 

between
 

lithography
 

pattern
 

and
 

mask
 

pattern
 

caused
 

by
 

the
 

mismatch
 

between
 

lithography
 

system
 

and
 

feature
 

size 
 

an
 

end-to-end
 

mask
 

optimization
 

framework
 

TransU-ILT
 

based
 

on
 

deep
 

learning
 

was
 

proposed.
 

Methods
 

The
 

framework
 

used
 

the
 

CNN-Transformer
 

hybrid
 

model
 

as
 

a
 

feature
 

extraction
 

module
 

to
 

extract
 

the
 

depth
 

features
 

of
 

the
 

target
 

layout 
 

and
 

added
 

a
 

pixel
 

reorganization
 

layer
 

to
 

the
 

feature
 

reconstruction
 

module
 

to
 

reconstruct
 

the
 

mask.
 

In
 

addition 
 

in
 

the
 

training
 

process 
 

the
 

depth
 

supervision
 

mechanism
 

was
 

added
 

to
 

improve
 

the
 

extraction
 

accuracy
 

of
 

layout
 

pattern
 

features 
 

so
 

as
 

to
 

further
 

improve
 

the
 

printability
 

of
 

the
 

mask.
 

Results
 

Quantitative
 

experimental
 

results
 

showed
 

that
 

compared
 

with
 

the
 

most
 

advanced
 

methods 
 

the
 

proposed
 

framework
 

achieved
 

a
 

4X
 

turnaround
 

time
 

acceleration 
 

reduced
 

the
 

square
 

L2
 error

 

and
 

the
 

process
 

change
 

band
 

index
 

by
 

13. 4%
 

and
 

4. 3% 
 

respectively 
 

and
 

the
 

wafer
 

pattern
 

edge
 

of
 

the
 

mask
 

generated
 

by
 

the
 

framework
 

was
 

smoother
 

and
 

closer
 

to
 

the
 

target
 

layout.
 

Conclusion TransU-ILT
 

is
 

superior
 

to
 

other
 

advanced
 

methods
 

in
 

terms
 

of
 

time
 

performance
 

and
 

mask
 

printability 
 

which
 

can
 

provide
 

an
 

effective
 

solution
 

for
 

mask
 

optimization
 

methods.
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1　 引　 言
随着半导体制造技术的不断进步,现代电路设计

和工艺步骤的复杂性不断提高,掩模优化技术也面临

着巨大的挑战。 在摩尔定律
 [1]的推动下,光刻技术跨

越了由 90
 

nm 到 7
 

nm
 

及以下的多个工艺节点,逐步逼

近分辨率的物理极限,即集成电路的关键尺寸远小于

曝光波长
 [2] 。 为了补偿由光刻系统限制引起的光刻误

差,分辨率增强技术[3] 被引入,例如亚分辨率辅助特

征[4]插入和光学邻近矫正(Optical
 

Proximity
 

Correction,
OPC) [5] 技术,可以帮助设计人员获得优化的掩模和高

质量的晶圆图像。
光学邻近矫正是一种广泛使用的分辨率增强技

术,其基本原理是利用衍射光束之间的相互干涉效应,
通过在掩模板上对需要成像的图形形状进行微调,以
消除最终在晶圆上成型的图像转角等边缘处可能出现

的缺陷,使硅片上的图像更接近目标布局图像。 主流

OPC 可以分为 3 类:基于规则的 OPC[6-7] 、基于模型的

OPC[8-9]和基于逆光刻技术(Inverse
 

Lithography
 

Technology,
ILT)的 OPC[10-14] 。

基于规则的 OPC 通过在掩模板上添加规则的辅助

图形来修正图像的形变。 该技术的优点是计算量相对

较小,适用于制造常见的结构和器件。 然而该方法非

常依赖设计人员的经验,修正规则是从大量实验数据

中归纳出来的,并且是在特定照明条件下产生的。 如

果工艺条件发生改变,则这些规则就需要重新修订。
这对于简单模式下的布局图案是快速有效的,但随着

光学畸变的加剧,这些规则变得极为复杂而难以继续

进行。 基于模型的 OPC 从 90
 

nm 技术节点开始被广泛

应用,它利用数学模型来模拟光学和化学反应的影响,
然后通过优化算法来调整掩模上的图案,以使其尽可

能地接近目标图案。 Su 等[9]提出了一种自适应权值的

边缘放置误差(EPE)优化模型以调整掩模优化流程中

的 EPE 和工艺变化带平衡,并在迭代过程中采用动态

分割方法对 EPE 灵敏度高的片段进一步分割为更短的

片段,以实现细粒度的 EPE 最小化,从而加快收敛速

度,但掩模的复杂性较高,不利于制造。 由于目标布局

的复杂性日益增加,基于模型的 OPC 方法受到解空间

有限和运行时间较长的限制而无法取得令人满意的结

果。 基于 ILT 的 OPC 采用数值优化思想,将 OPC 任务

视为执行像素级掩模优化的逆成像问题;Gao
 

等[10] 结

合传统基于模型的掩模优化方法和基于规则的掩模优

化方法,同时考虑工艺窗口的影响,并采用计算优化方

法减少掩模优化过程中的计算量,从而提高了优化效

率,但模型的时间复杂度过高。
随着计算硬件和深度学习技术的蓬勃发展,研究

人员开始尝试将 ILT 与 GPU 加速和深度学习模型相结

合。 Yang 等[11] 首次应用条件生成对抗网络
 

( CGAN)
 

来模拟 OPC
 

过程,它可以从改进的体系结构和目标中

学习目标-掩模映射,在收敛时,生成网络能够为给定

的目标电路图案创建准最优掩模,并且只需较少的

OPC 步骤来生成高质量的掩模,但生成的掩模对工艺

条件的变化很敏感;Jiang 等[12] 提出一个在单个神经网

络中基于 ILT 的端到端高性能 OPC 框架,以基于学习

的方法取代传统的端到端 ILT 过程,该框架由基于预训

练模型的掩模预测模块和在线 ILT 校正模块组成,获得

了更低的掩模复杂性和更高的掩模可印刷性,但掩模

优化的周转时间仍较长;Chen 等[13] 将基于水平集的方

法迁移到深度神经网络中,建立端到端的联合掩模优

化流程,对传统基于水平集的 ILT 算法进行了改进,引
入曲率项来降低掩模复杂度,并应用 GPU 加速来克服

计算瓶颈,大大减少了运行时间和掩模复杂度,但掩模

的可印刷性较差;Wang
 

等[14]提出一个具有空间注意力

机制的 GPU 加速 ILT,通过引入空间注意力图和实时

掩模矫正线性化,显著提高了 ILT 质量,并通过强化学

习部署增强了该方法的鲁棒性,但优化过程较为烦琐,
时间复杂度大。 上述深度学习开创性工作的结果令人

鼓舞,但它们揭示了一个关键事实,即在大多数与光刻

相关的应用场景中,深度学习被视为在结果质量和周

转时间之间进行权衡的折中解决方案,计算成本和掩

模质量仍不能令人满意。
为了进一步缩短框架训练时间和提高掩模可印刷

性,提出一种基于改进 TransUNet 算法[15] 的端到端掩

模优化框架 TransUNet-ILT。 该设计集成了 TransUNet
和 Pixel

 

Shuffle 结构[16] ,并通过引入深度监督机制[17] ,
实现了从不同深度提取掩模图像内部的语义特征,增
强了中间特征图的品质,同时缓解了随着网络规模增

加带来的梯度消失问题,从而保证了更好的模型收敛

性和掩模可印刷性。
主要贡献:提出了一个基于 TransUnet 的端到端 IL

框架 TransU-ILT,利用 Transformer 模型的全局上下文

信息捕捉能力,直接为给定布局生成优化掩模,而不需

要进行额外的细化;在训练阶段引入深度监督机制,以
提高对布局图案特征的提取精度,从而进一步优化最

终的掩模。 实验定量结果表明:与 SOTA 方法相比,所
提出的框架可以实现 4 倍的周转时间加速,在平方 L2 误

差和工艺变化带指标方面分别降低了 13. 4%和 4. 3%。
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2　 准备工作
2. 1　 光刻模拟

光刻模拟(图 1)是在不进行实际光刻的情况下,模
拟输入掩模 Dm 到输出晶圆图像 Dw 的映射。 部分相干

成像系统的霍普金斯衍射模型被广泛用于近似打印行

为[18] 。 光刻模拟产生一个空间像 Da。 晶圆图像 Dw 是

根据晶圆平面上的光强分布生成的,该光强分布由霍

普金斯衍射理论的仿真模型产生。 通过将掩模 M 与一

组预先计算的相干卷积核 hk 进行卷积并与相应系数 w
进行加权求和获得空间像,如式(1)所示:

Da = ∑
N2

k = 1
wk‖Dm ⊗ hk‖2

2 (1)

其中,Dm 表示掩模图案,hk 和 wk 是光刻仿真模型的第 k
个内核和相应权重,⊗表示卷积运算。 通过截断求和获

得相干成像系统的降阶近似[10] 。 则式(1)可以表示为

Da = ∑
Nh

k = 1
wk‖Dm 􀱋 hk‖2

2 (2)

式(2)中,Nh = 24。 得到光强分布之后,空间像经过抗

蚀剂模型用来评估晶圆上的最终印刷图案。 抗蚀剂模

型由以下阈值函数表示:

Dw =
1,

 

if
 

Da(x,y)≥tha

0,
  

if
 

Da(x,y) <tha
{ (3)

在实验中,式(3)设置 tha = 0. 225。 通过上面函数

可以得到二值的晶圆图像,但在处理二值晶圆图像时,
由于像素值是固定的,因此计算会出现损失,导致梯度

损失,从而不利于训练框架参数的更新。 为了解决这

个问题,采用 sigmoid 函数代替传统的硬阈值函数。
sigmoid 函数将光刻强度图转换为每个像素的数字在

0 ~ 1 之间变化的晶圆图像,而不是仅仅是 0 或 1。

Dw(x,y)= Sig(Da(x,y))= 1
1+e-θ(Da(x,y)-tha)

 

(4)

式( 4) 中, θ 表示 sigmoid 函数的陡峭程度。 如文献

[10]中所建议的,设置 θ = 50,tha = 0. 225。 这种方式使

得在训练框架参数时,梯度能够更好地传播,从而提高

了训练的效率和准确性。
光学投影模型

掩模图案 空间像
光刻胶模型

晶圆图像

2.00
1.75
1.50
1.25
1.00
0.75
0.50
0.25
0.001210

8
6

4
2

0

0 5

10 15

tha

图 1　 光刻模拟过程

Fig. 1　 Lithography
 

simulation
 

process
2. 2　 评价方法

掩模优化的最终目标是改善掩模的可印刷性,使
得光刻过程中晶圆图案与布局图案的偏差尽可能小,
以达到高质量、高精度的制造目标。 为了衡量掩模和

布局图案之间的差异,可以使用平方 L2 误差和工艺变

化带进行度量,其定义如下:
定义 1(平方 L2 误差):平方 L2 误差由‖Dw -Dt ‖2

2

计算,其中 Dt 为目标布局图案,Dw 为标称工艺条件下

生成的晶圆图案。
在工艺制造中,焦点深度和剂量通常被视为工艺

变量,它们可以影响光刻过程的结果。
 

可以通过工艺变

化带来帮助评估工艺变化对光刻结果的影响,从而优

化光刻参数并提高制造质量。
定义 2(工艺变化带) :工艺变化带( PV

 

Band) 是

通过最小和最大工艺条件下两个生成的晶圆图像 D in

和 Dout 之间按位异或求和得出的。 如图 2 所示,焦点

和剂量的变化会引起图像失真和轮廓偏差。
 

PV
 

Band
 

区域越小,掩模对工艺变化的敏感度越低,容忍度

越高。

（a）目标布局 （b）散集，低
剂量

（c）散集，高
剂量

（d）工艺变
化带

Din Dout

图 2　 工艺变化带示例图

Fig. 2　 Example
 

diagram
 

of
 

a
 

process
 

variation
 

band

根据以上描述,掩模优化任务定义如下:
问题 1(掩模优化) 　 给定目标布局 Dt,使得从基

于模型 f(·;Pnom)模拟的晶圆图像具有较小的平方 L2

误差、PV
 

Band 和掩模优化周转时间,从而实现高质量、
高效率的制造目标。

3　 TransU-ILT 算法
将整个

 

ILT
 

过程视为一个黑盒,学习输入目标布

局和输出优化掩模之间的映射可以自然地表述为图像

14
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到图像的转换任务。 在语义分割任务中,模型需要将

输入图像转换成与其大小相同的分割图像,这也可以

看作是一个图像到图像的转换过程。 传统的语义分割

任务基于 CNN 来提取图像特征,但是卷积操作具有局

部性质,难以捕获全局特征,导致在处理一些全局信息

比较重要的任务时表现不佳。 为了解决这一问题,可
以使用多头注意力机制来增强网络的特征提取能力。
受到文献[15]的启发,将 Transformer 结构引入到掩模

优化任务中, 设计了一种端到端的掩模优化框架

TransU-ILT。
3. 1　 总体架构

TransU-ILT 的总体架构如图 3 所示。 如图 3( b)
左侧所示,该特征提取模块基于 TransUnet[15] 设计,它
不是使用纯 Transformer[19] 作为编码器,而是使用 CNN
-Transformer 的混合模型。 图 3(b)的右侧是特征重构

模块,包括深度监督机制和像素重组层。

目标布局

Transformer
Encoder

LayerNorm

Multi�Head
Attention

Dropout

LayerNorm

MLP

Dropout

512?512?1
CNN

256?256?64

128?128?256

64?64?512

1024?768

32?32?768 32?32?512

1/2

1/4

1/8

TransformerLayer?8

512?512?1512?512?1512?512?1512?512?1

512?512?16

Mask Mask Mask Mask

256?256?64

128?128?128

64?64?256

512?512?1

优化的掩模

线性投射

下采样

跳跃连接
Conv3?3,ReLU
上采样到
全分辨率

PixelShuffle
Concat,Conv3?3,ReLU

（a）Transformer编码层 （b）网络框架

图 3　 整体框架

Fig. 3　 Overview
 

framework

　 　 对于给定目标布局 Dt ∈RH×W×Cin( H、W、C in 分别表

示布局图像的高度、宽度和输入通道数。 H 和 W 为

512,由于布局图像是一个二值图像,所以 C in = 1。),首
先使用 CNN 提取浅层特征,Dt 经过一层卷积得到 256×

256×64 大小的特征图,然后使用 ResNet50 模型[20] 提

取浅层特征得到 32×32×1024 大小的特征图。 浅层特

征包含边缘信息以及目标布局和对应掩模的细节,是
掩模优化的关键特征。 接下来是 Transformer 主体,包
括 8 个 Transformer 模块,用于从浅层特征中提取深层

特征,利用 Transformer 模型强大的全局上下文信息捕

捉能力提取布局图案的深度特征,经过 Transformer 层

后深度特征变为 Fd ∈R32×32×768,然后将其送入到卷积

层,将提取的特征进行非线性映射为 Fdf ∈R32×32×512,进
而提高模型的泛化能力。

接下来是特征重构模块,该特征重构模块将特征

Fdf ∈ R32×32×512 重构为优化掩模 Dm ∈ R512×512×1。 由于

32×32 比原始图像分辨率 512×512 小得多,因此不可避

免地会导致低级特征信息(如目标布局的边缘、顶点和

拐角)的丢失。 为了弥补这种信息损失,如图 3 所示,
采用跳跃连接的策略,在编码器和解码器之间建立连

接,将编码器中低级别特征图与解码器中高级别的特

征图进行连接。 这种连接方式能够有效地结合低级别

特征图的空间上下文信息和高级别特征图的语义信

息,从而更好地还原图像的细节信息。 特征重构最主

要的就是对低分辨率特征图进行上采样,在传统方法

中,通过如图 4(a)所示的标准跨步反卷积操作,在现有

的像素之间插入 0,使得在卷积运算之后的输出分辨率

达到期望值。 然而,这种机制需要在高分辨率空间上

进行多次卷积运算,计算效率不高,而且可能会产生棋

盘状伪影等问题,如图 5(a)所示。 而 Pixel
 

Shuffle[16]是

另一种在超分辨率任务中广泛使用的上采样解决方案,
如图 4(b)所示,它将形状为 H×W×r2C 的张量投射成形

状 rh×rW×C。 它比反卷积运算更快地提高了特征映射的
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分辨率,最终产生高分辨率的掩模图像。 同时,Pixel
 

Shuffle 只对特征像素进行重新排序,而不使用卷积核和

池化,避免了噪声的增加,从而使得每个像素都具有较高

的信息量,如图 5(b)所示。 经过 4 层 Pixel
 

Shuffle 块和

3×3 卷积操作,得到最终的优化掩模 Dm∈R512×512×1。

Padding Conv Sum

Conv Pixel
Shuffle

（a）标准跨步反卷积操作

（b）PixelShuffle反卷积操作

图 4　 反卷积操作

Fig. 4　 Deconvolution
 

operation

(a)
 

标准跨步反卷积

(b)
 

Pixel
 

Shuffle 反卷积

图 5　 反卷积操作生成的图像

Fig. 5　 Pattern
 

generated
 

by
 

deconvolution
 

operation

3. 2　 Transformer
 

Block
Transformer 模块[21]最初是在自然语言处理中使用

的,用于处理序列数据,为了使 Transformer 也适用于掩

模优化任务,需要将 Transformer 模块的输入从序列数

据改为图像数据。 使用多头自注意力机制来处理输入

序列中的不同特征,并分别对它们进行编码。 具体来

说,将小尺寸特征图划分为图像块 I1,I2,…,Ii ∈RP2×C,i
= 1,2,…,N,每个图像块的尺寸均为 P×P,图像块总数

N = H×W / P2( H、W 为图像的高度和宽度)。 将 Ii 进行

如式(5)所示的线性投射,
 

F0 = [ I1E,I2E,…,INE] +Epos (5)
其中,E 为线性映射矩阵,Epos 为位置编码,F0 是线性映

射后的向量,是 Transformer 模块的输入。 如图 3(a)所

示,Transformer 模块的核心部件由 MSA 多头自注意力

机制和 MLP 前馈神经网络组成。 具体流程:首先是

Layer
 

Norm 层,对输入进行标准化,使得每个特征维度

的均值为 0,方差为 1,防止输入的变化过大,导致网络

训练不稳定;接下来是多头自注意力机制(如图 6 所

示),用于捕捉输入的全局信息,在这里,它可以同时处

理多个位置的信息,并得到不同的注意力权重,从而增

强特征提取能力;然后对多头自注意力机制的输出进

行 Dropout 随机失活后,将其输出和输入相加,防止梯

度消失并保留输入的信息;然后是 MLP 前馈神经网络,
对多头自注意力机制的输出进行非线性变换,增强模型

的表达能力,与多头自注意力机制类似,对前馈神经网络

的输出也进行残差连接和层归一化,以提高模型的稳定

性和泛化能力。 所以,第 l 层的输出如下所示:
F′

l = MSA(LN(F l-1)) +F l-1

F l = MLP(LN(F′
l )) +F′

l

其中,MSA(·)表示多头自注意力模块,LN(·)表示层

归一化算子。

Wq

Wk

Wv

X Q

K

V

softmax(QX
d
)T

k

softmax(QX
d
)VT

k

H

(a)
 

Self-attention

HN

H2

H1 Self�attentionLayer

Self�attentionLayer

X
XX

Concat

Linear

H

(b)
 

Multi-headed
 

Self-attention
图 6　 多头自注意力机制

Fig. 6　 Multi-headed
 

self-attention
 

mechanism

3. 3　 深度监督机制

深度监督机制通过在深层隐藏层中添加额外的目

标函数来监督特征图的质量。 Lee 等[17] 提出了一种名

为 DSN
 

(Deeply-Supervised
 

Nets)的结构,通过在深度

神经网络的隐藏层中加入监督信息来评估隐藏层中产
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生的特征图质量,在图像分类任务中取得了较好的效

果。 对于掩模优化任务来说,不同的布局图案边缘、拐角

和布局之间的距离信息是不同的,如果在浅层的隐藏层

中添加额外的深度反馈,可以进一步优化深层输出特征

图的质量,进而优化最终的掩模。 另一方面,仅靠输出层

在图像原分辨率下进行监督会使网络侧重细节纹理信息

的学习,而对于较深的隐藏层进行监督,可以直接让网络

学习目标布局的语义信息,从而提高模型不同布局图案

下的优化效果。 如图 3 所示,将每一个深度的特征张量

都上采样到输入分辨率大小(512×512)进行深度监督,
相应的目标函数为

Ldeep = ‖D1 -Dt‖2
2 +‖D2 -Dt‖2

2 +‖D3 -Dt‖2
2 +

‖D4 -Dt‖2
2 (6)

式(6)中,D1、D2、D3、D4 分别为在不同深度下掩模的晶

圆图案,Dt 为目标布局。
3. 4　 损失函数

基于学习的方法中,损失函数是训练目标。 在传

统方法中,训练框架通常最大限度地降低以下目标:
L=α·‖Dw -Dt‖2

2+β·‖f(Dm;Rmax)-f(Dm;Rmin)‖2
2

(7)
其中,Dw 是框架生成的掩模对应的晶圆图像,Dt 是数

据集中相应的目标布局,f(Dm;Rmax)和 f(Dm;Rmin )为最

大和最小工艺条件下的晶圆图像。 为了保证优化算法

对不同工艺条件的鲁棒性,需要考虑工艺变化感知的

损失函数。 受文献[22]启发,将工艺变化的损失函数

变为

Lpvb = ‖f(Dm;Rmax) -Dt‖2
2 +‖f(Dm;Rmin) -Dt‖2

2

为了使式(7)中的损失值更低,要求 f(Dm;Rmax )和

f(Dm;Rmin)都接近目标布局,而不仅仅是最小化它们之

间的距离,这种要求对优化过程施加了更加严格的限

制。 调整后的损失函数可以指导优化过程,找到所需

的掩模,从而生成 PV
 

Band 可接受的晶圆图像。 如 3. 3
节所述,在模型中加入深度监督机制,同时为了加快模

型的收敛速度,将目标布局与其预先标记的掩模间的

损失添加到损失函数中,调整后框架的目标函数为

L=α‖Dw-Dt‖2
2+β(‖f(Dm;Rmax)-Dt‖2

2+
　 ‖f(Dm;Rmin)-Dt‖2

2)+γ‖Dm-M∗‖2
2+μLdeep (8)

其中,α、β、γ、μ 是可配置的超参数。 由于目标布局对

应的预先标记的掩模不是严格光刻下的掩模,因此,
γ 只设置了一个较低的值。

4　 仿真实验与结果分析
4. 1　 实验细节

TransU-ILT 框架采用 Pytorch 和 CUDA 开发,并

在 一 台 配 备 有 2. 50
 

GHz
 

Inter
 

Xeon
 

CPU 和 单 个

NVIDIA
 

RTX3090
 

GPU 的 Linux 机器上进行测试。 光

刻模拟模型是从 Neural-ILT[12] 中获得的基于 CUDA
的高性能光刻仿真模型。 训练集是从 GAN -OPC[11]

中获得的基于 32
 

nm
 

M1 布局的训练数据集,有 4
 

875
对。 评估数据集是由 ICCAD

 

2013 竞赛[23] 发布的不同形

状的矩形和多边形组成的十个基准,每个基准布局是一

个 32
 

nm 的 M1 金属层。 图像尺寸为 2
 

048
 

nm×2
 

048
 

nm,
每像素分辨率为 1

 

nm2。 采用 193
 

nm 波长的光刻系统,
离焦范围为±25

 

nm,剂量范围为±2%,这是由 ICCAD
 

2013
 

竞赛[23] 提供的。 最外面的最终印刷图案在标称

聚焦和+2%剂量下产生,最里面的印刷图案在散焦和

-2%剂量下产生。 光刻胶模型 ( 式 4) 的阈值强度

thr = 0. 225。 模型输入分辨率为 512×512,用 Adam 优

化器对模型进行训练,其学习率为 0. 000
 

2,动量为

0. 9,权重衰减为 0. 000
 

1。 训练目标式( 8)的超参数

选择为 α = 2,β = 1,γ = 0. 1,μ = 0. 2。 TransU-ILT 经过

10 个 epoch 的训练,在单个 RTX3090
 

GPU 上大约需

要 3. 5
 

h。
4. 2　 TransU-ILT 的评估

为了验证所提出 TransU-ILT 的有效性,对 ICCAD
 

2013 竞赛提供的 10 个工业布局进行优化测试,其分辨

率为 2
 

048×2
 

048,由于计算的复杂性,将其缩减为 512
×512 输入到框架中。 与传统 ILT 方法[10] 和基于学习

的 SOTA 方法( PGAN -OPC[11] 、Neural - ILT[12] 和 A2 -
ILT[14] )相比,定量结果如表 1 所示。 值得注意的是 A2
-ILT 矫正结果从 https: / / github. com / cuhk - eda / A2 -
ILT 获得,其中“时间”列表示在没有训练时间的情况

下,从给定目标布局到优化掩模的周转时间;“ L2 ” (单

位:nm2)列显示优化掩模的晶圆图像与目标布局之间

的平方 L2 误差;“ PVB” (单位:nm2 )列表示在±2%
 

剂

量误差和聚焦或散焦下的工艺变化带。 可以观察到,
TransU-ILT 在“TAT”、“L2”和“PVB””指标方面都优于

其他方法。 更具体地说,与 ILT、PGAN -OPC、Neural -
ILT 和 A2-ILT 相比,TransU -ILT 分别实现了 596 倍、
281 倍、 9 倍 和 4 倍 的 TAT 加 速, 减 少 了 35. 4%、
22. 9%、15. 4%和 13. 4%的平方 L2 误差,减少了 4. 3%、
2. 4%、4. 4%和 4. 3%的工艺变化带。 SOTA 方法和本文

提出框架生成的 10 个掩模及其晶圆图像如图 7 所示。
与其他方法相比,该框架生成的掩模晶圆图案边缘更

加平滑,且更接近目标布局。 此外,可以观察到掩模边

缘存在一些细小的斑点,这些斑点是模型自动添加的

辅助特征,有助于提高掩模的可印刷性。
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表 1　 本文方法与现有方法的性能比较结果

Table
 

1　 Performance
 

comparison
 

results
 

of
 

the
 

proposed
 

method
 

and
 

the
 

state-of-the-art
 

methods

基　 准 ILT[10] PGAN-OPC[11] Neural-ILT[12] A2-ILT[14] TransU-ILT
标号 面积 / nm2 时间 / s L2 PVB 时间 / s L2 PVB 时间 / s L2 PVB 时间 / s L2 PVB 时间 / s L2 PVB

1 215
 

344 1
 

280 49
 

893 65
 

534 358 52
 

570 56
 

267 11 49
 

817 55
 

975 6. 18 45
 

287 59
 

940 1. 76 44
 

132 52
 

551
2 169

 

280 381 50
 

369 48
 

230 368 42
 

253 50
 

822 17 38
 

174 52
 

010 5. 59 34
 

044 51
 

988 1. 41 32
 

097 43
 

162
3 213

 

504 1
 

123 81
 

007 108
 

608 368 83
 

663 94
 

498 10 89
 

411 91
 

357 5. 67 92
 

505 91
 

261 1. 41 85
 

323 88
 

145
4 82

 

560 1
 

271 20
 

044 28
 

285 377 19
 

965 28
 

957 9 16
 

744 29
 

982 5. 63 21
 

644 29
 

017 1. 23 13
 

582 29
 

652
5 281

 

958 1
 

120 44
 

656 58
 

835 369 44
 

733 59
 

328 11 45
 

598 58
 

900 5. 68 38
 

082 61
 

601 1. 25 31
 

733 59
 

009
6 286

 

234 391 57
 

375 48
 

739 364 46
 

062 52
 

845 10 43
 

836 54
 

969 5. 64 42
 

068 53
 

620 1. 23 35
 

537 54
 

372
7 229

 

149 406 37
 

221 43
 

490 377 26
 

438 47
 

981 16 20
 

324 50
 

542 5. 64 21
 

947 49
 

053 1. 25 21
 

204 50
 

590
8 128

 

544 388 19
 

782 22
 

846 383 17
 

690 23
 

564 15 13
 

337 26
 

353 5. 52 15
 

668 23
 

853 1. 22 14
 

417 25
 

985
9 317

 

581 1
 

138 55
 

399 66
 

331 383 56
 

125 65
 

417 11 49
 

401 68
 

817 5. 59 46
 

973 68
 

442 1. 25 38
 

592 64
 

952
10 102

 

400 387 24
 

381 18
 

097 366 9
 

990 19
 

893 14 8
 

511 20
 

734 5. 44 10
 

450 19
 

950 1. 22 8
 

430 19
 

562
平均值 — 788. 5 44

 

012. 7 50
 

899. 5 371. 3 39
 

948. 9 49
 

957. 2 12. 4 37
 

515. 3 50
 

963. 9 5. 658 36
 

866. 8 50
 

872. 5 1. 323 32
 

504. 7 48
 

798
比率 — 595. 994 1. 354 1. 043 280. 650 1. 229 1. 024 9. 373 1. 154 1. 044 4. 277 1. 134 1. 043 1. 000 1. 000 1. 000

（a）目标布局 （b）PGAN�OPC （c）Neural�ILT （d）A2�ILT （e）TransU�ILT

图 7　 本文模型与对比模型的掩模及其晶圆图案效果对比图

Fig. 7　 Comparison
 

of
 

masks
 

and
 

their
 

wafer
 

pattern
 

effects
 

between
 

the
 

proposed
 

model
 

and
 

the
 

comparison
 

model
4. 3　 TransU-ILT 的稳定性

为了进一步验证框架的稳定性,在另外 10 个包含更

多图案的测试用例上进行了进一步的实验。 这 10 个测

试用例都是由具有附加几何图形的原始 IBM 基准创建

的。 定量结果如表 2 所示。 可以观察到,与 Neural -
ILT[12]和 A2-ILT[14]相比,TransU-ILT 分别实现了 13 倍

和 4 倍的周转时间加速,减少了 19. 2%和 20. 6%的平

方 L2 误差,减少了 6. 7%和 8. 5%的工艺变化带。 本文

提出的框架相对于其他方法,在大型基准测试中获得

了更好的性能。 用最先进的方法和 TransU-ILT 生成的

10 个大型掩模及其晶圆图像效果对比如图 8 所示。 相

较于其他方法,该框架生成的掩模晶圆图案边缘更加

平滑,且更接近目标布局。 因此,本文提出的框架可以

更好地推广到更复杂的布局图案。
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表 2　 在大型基准上与最先进方法的性能比较

Table
 

2　 Performance
 

comparison
 

with
 

state-of-the-art
 

methods
 

on
 

large
 

benchmarks

基　 准 Neural-ILT[12] A2-ILT[14] TransU-ILT
标　 号 t / s L2 PVB t / s L2 PVB t / s L2 PVB

11 20 79
 

933 120
 

577 6. 45 77
 

929 119
 

661 1. 72 69
 

618 104
 

185
12 12 86

 

995 104
 

266 5. 54 73
 

156 111
 

214 1. 29 56
 

033 97
 

505
13 15 133

 

281 152
 

718 5. 72 127
 

969 172
 

232 1. 24 115
 

404 144
 

825
14 14 43

 

797 92
 

137 5. 61 56
 

168 90
 

744 1. 25 40
 

192 84
 

513
15 19 69

 

521 122
 

115 5. 6 77
 

822 116
 

935 1. 24 61
 

276 110
 

431
16 19 73

 

790 117
 

359 5. 68 80
 

503 111
 

049 1. 22 66
 

547 107
 

278
17 19 49

 

031 92
 

320 5. 71 48
 

239 91
 

066 1. 25 50
 

073 96
 

611
18 16 47

 

409 84
 

971 5. 69 49
 

331 84
 

718 1. 27 39
 

045 79
 

395
19 14 93

 

922 115
 

028 5. 91 85
 

551 123
 

373 1. 22 68
 

236 115
 

844
20 19 38

 

028 80
 

127 5. 58 47
 

690 79
 

608 1. 25 34
 

238 73
 

484
平均值 16. 7 71

 

571 108
 

162 5. 7 72
 

436 110
 

060 1. 30 60
 

066 101
 

407
比率 12. 846 1. 192 1. 067 4. 385 1. 206 1. 085 1. 00 1. 00 1. 00

张贤明2飞

（d）TransU�ILT（c）A2�ILT（b）Neural�ILT（a）目标布局

图 8　 本文模型与对比模型在大型基准上的掩模及其晶圆图案效果对比图

Fig. 8　 Comparison
 

of
 

masks
 

and
 

wafer
 

pattern
 

effects
 

between
 

the
 

proposed
 

model
 

and
 

the
 

comparison
 

model
 

on
 

large
 

benchmarks
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4. 4　 结果分析

4. 4. 1　 跳跃连接的数量

如 3. 1 节所述,采用跳跃连接的策略,结合低级别

特征图的空间上下文信息和高级别特征图的语义信

息,有助于更好地还原图像的细节信息。 这个消融的

目的是测试在 TransU-ILT 中添加不同数量跳跃连接的

影响。 通过改变,跳跃连接的数量为 0 / 1 / 3,10 个测试

目标布局的平均 L2 误差和工艺变化带性能如图 9 所

示。 在跳跃连接数量为 1 时,只在 1 / 4 分辨率处添加跳

跃连接。 可以看到,添加更多的跳跃连接通常会获得

更好的掩模可印刷性。 最佳的平均 L2 误差和 PVB 是

在 1 / 2、1 / 4 和 1 / 8 分辨率处加入跳跃连接(如图 3 所

示)。 因此,TransU-ILT 采用的是这种配置。 值得一提

的是,复杂布局图案(如 case1 和 case3)的性能增益比

简单的布局图案(如 case4 和 case10)更为明显。 这些

结果证明了加入跳跃连接可以学习到掩模中精确的低

级细节。
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40
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20
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0

?103

case1case2case3case4case5case6case7case8case9case10

跳跃连接数=0 跳跃连接数=1 跳跃连接数=3

平
方

L 2
误

差
/n
m

2

图 9　 TransU-ILT 中跳跃连接数量的消融实验

Fig. 9　 Ablation
 

experiment
 

of
 

the
 

number
 

of
 

jump
 

connections
 

inTransU-ILT

4. 4. 2　 深度监督机制的有效性

如 3. 3
 

节所述,在浅层的隐藏层中添加额外的深

度反馈,可以进一步优化深层输出特征图的质量,进而

优化最终的掩模。 为了验证深度监督机制的有效性,
还给出了没有加入深度监督机制的结果,如表 3 所示。
可以观察到:加入深度监督机制可以提高掩模的可印

刷性。 如图 10 所示,分别展示了没有加入深度监督机

制和加入深度监督机制的情况下,case3 和 case6 的掩

模和晶圆图案。 可以观察到:加入深度监督机制的掩

模在克服光学临近效应方面表现更好,生成的晶圆图

案更贴近目标图案。 具体而言,图 10(b)中的晶圆图案

更加平滑且形状更加规整,与目标图案更加相似。 因

此,加入深度监督机制可以有效提升模型的性能和掩

模的可印刷性。

表 3　 深度监督机制的消融实验

Table
 

3　 Ablation
 

experiments
 

with
 

deep
 

supervision
 

mechanisms

模　 型 L2 / nm2 PVB / nm2 L2 +PVB / nm2

TransU-ILT
 

(有深度监督) 34
 

826 48
 

394 83
 

220

TransU-ILT
 

(无深度监督) 35
 

962 49
 

569 85
 

531

(a)
 

无深度监督 (b)
 

有深度监督

图 10　 深度监督机制可视化

Fig.
 

10　 Visualization
 

of
 

the
 

deep
 

supervision
 

mechanism

5　 结论与展望

在本文中,提出了一种端到端的基于学习的光学

邻近校正框架 TransU-ILT,利用 Transformer 模型强大

的全局上下文信息捕捉能力,并引入深度监督机制,直
接为给定的布局生成优化掩模。 评估结果表明:TransU
-ILT

 

在可印刷性方面优于其他
 

SOTA
 

解决方案,并且

能够显著缩短周转时间,具有一定的实用和推广价值。
未来的工作将探索如何进一步应用图像生成网络

来提高掩模优化的性能和效率。 此外,还考虑使用更

多的数据来训练 TransU-ILT 模型,以提高其泛化能力

和鲁棒性。 另外,考虑将 TransU-ILT 框架应用于其他

类似的问题领域,以发掘其更广泛的应用价值。
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