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摘摇 要:针对 ML鄄GCN 中标签共现嵌入维度过高影响模型分类性能和 ML鄄GCN 中没有充分发掘标签之

间不对称关系的问题,提出一种基于图注意力网络的多标签图像分类模型 ML鄄GAT;ML鄄GAT 模型首先对高

维标签语义嵌入矩阵进行降维;然后通过降维后的低维标签语义嵌入表示和标签类别共现图得到标签共现

嵌入;与此同时 ML鄄GAT 将多标签原始图像输入卷积神经网络进行图像通用特征提取,将卷积神经网络提取

出的多标签图像通用特征按照图注意力网络计算得到的标签共现嵌入的维度进行维度统一;最后 ML鄄GAT

融合标签共现嵌入和图像通用特征得到每一张多标签图像的标签预测评分;在 VOC 2007 与 MS鄄COCO 2014

上的实验结果表明:在训练样本充分且标签类别数足够多的情况下,ML鄄GAT 取得了较好的实验结果,通过

和其他模型比较分析,ML鄄GAT 模型所采取的策略可以一定程度上提升模型的多标签图像分类性能。
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0摇 引摇 言

传统监督学习中每个样本只含有一个语义信

息,但是现实世界的数据往往含有多个类别的语义

信息,即单个样本关联着多个语义标签。 例如,一幅

天空的图像可以同时标注“蓝天冶、“白云冶等语义标

签;一段新闻文档可以同时属于“时事冶、“政策冶等

多个类别。 针对这些含有多个语义标签的多标签数

据,如果只考虑单一语义标签对其进行学习,就很难

获得很好的分类效果。 多标签学习的应用领域十分

广泛,包含了图像分类[1]、文本分类[2]、音乐分类[3]

以及生物学分类[4] 等多个领域。 随着现实生活中

多标签图像数量越来越多、种类越来越复杂,多标签

学习在图像分类上的应用也显得更加重要。 利用标

签之间的相关性可以提升多标签模型的分类性

能[5]。 根据标签相关性挖掘的程度,可以将多标签

分类模型分为 3 类:没有利用到标签相关性的一阶

方法[6-7];挖掘标签对之间关系的二阶方法[8-9];和
利用所有标签或类别标签子集中标签关系的高阶方

法[10-11]。 初期采用浅层分类模型[12-13] 对多标签图

像进行分类,在人工干预提取数据特征的情况下,浅

层模型一般都能取得较好的分类结果。 近十年来应

用 深 度 学 习 理 论[14] 尤 其 是 卷 积 神 经 网 络

(Convolutional Neural Network, CNN)构建了一批经

典深 度 卷 积 神 经 网 络 模 型, 例 如 AlexNet[15]、
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VGG[16]、ResNet[17],这些模型可以对大量多标签图

像样本进行有效的深层特征学习,但单独利用卷积

神经网络对多标签图像进行分类缺乏对标签相关性

的利用,这会影响模型的分类性能,因此多标签分类

的现有工作往往会利用标签相关性以提高性能。 在

标签相关性中标签的共现关系可以通过概率图模型

很好地表述,在以往的研究工作中,有很多基于这种

数学理论的方法可以对标签关系进行建模[18,19],但

是概率图模型的计算成本过高,为了解决这个问题,

使用递归网络将标签编码为嵌入向量,以实现标签

间相关性建模的方法被提出[20],该方法也存在着递

归神经网络模型依赖于预定义或学习的标签顺序的

不足,且无法很好地获得标签全局依赖性。 2019 年

Chen 等提出了 ML鄄GCN 模型[21],ML鄄GCN 利用训

练数据集中所有标签类别的标签共现关系建立了整

体的标签相关性,在最终分类阶段使用图卷积网络

(Graph Convolutional Network,GCN) [22] 传播标签共

现嵌入并将标签共现嵌入与 CNN 特征合并,但是

ML鄄GCN 学习到的标签共现嵌入维度远远高于需要

分类的标签类别数,这会影响模型的分类性能。 提

出基于图注意力网络 ( Graph Attention Network,

GAT) [23]的多标签图像分类模型 ML鄄GAT,ML鄄GAT

采用降维[24]的方法对 ML鄄GCN 中标签共现嵌入维

度过高的问题进行改进,同时采用图注意力网络对

标签之间的关系进行更加精确的建模。

1摇 多标签图注意力网络模型架构

针对通过图卷积神经网络得到标签共现嵌入维

度过高的问题,ML鄄GAT 采用词嵌入降维模块对高

维双向 Transformer 的表征编码器 ( Bidirectional

Encoder Representation from Transformers,BERT) [25]

标签语义嵌入表示矩阵进行降维,得到低维标签语

义嵌入表示矩阵。 为了学习标签之间非对称的关系

特征,将低维标签语义嵌入表示矩阵和标签类别共

现图输入 GAT,获取标签共现嵌入模块,得到维度

合适的低维标签共现嵌入。 同时 ML鄄GAT 采用图像

特征提取模块提取图像特征。 为了匹配低维标签共

现嵌入维度,图像特征需要经过图像特征降维模块

进行降维,在降维的同时也减少了图像特征中的冗

余部分。 最后,将标签共现嵌入与降维后的图像特

征通过图像特征与标签共现嵌入融合模块进行融

合,得到多标签预测评分。 多标签图注意力网络模

型结构如图 1 所示。

图 1摇 多标签图注意力网络模型结构

Fig. 1摇 Model structure of multi鄄label graph attention network
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1郾 1摇 图像特征提取模块

ML鄄GAT 中图像通用特征提取模块使用 101 层

ResNet,即 ResNet鄄101 模型。 ResNet鄄101 是目前主

流的 CNN 之一,其优点是易于调整,可以比较方便

地利用在多标签图像分类任务上,并且有较强的特

征提取能力。 因为 ML鄄GAT 采用的是在 ImageNet
上预训练的 ResNet鄄101, 所以需要去除用来对

ImageNet 进行分类的全连接层,为了控制图像维度,
需要同时去除 ResNet鄄101 的自适应池化层,这样可

以得到多标签图像特征提取器。 将解析度为 448伊
448 的多标签图像样本 I 输入多标签图像特征提取

器,可提取多标签图像的特征图 F:
F= fResNet(I;兹ResNet)沂RW伊H伊D

其中,特征图 F 的长宽为 W、H,通道数为 D,fResNet表

示图像通用特征提取模块,兹ResNet是 ResNet鄄101 模型

参数。

1郾 2摇 图像特征降维模块

因为在图像通用特征与标签共现嵌入融合模块

中需要将图像特征与标签共现嵌入维度进行匹配,
同时对图像特征进行降维,可以一定程度上提高图

像特征的判别力,故在 ML鄄GAT 中采取以下步骤对

对特征图 F 的长宽 W,H 以及通道数 D 进行降维,F
首先通过卷积层 conv1 下采样,得到F忆沂RW忆伊H忆伊D,W忆
和H忆代表降维后特征图F忆的长与宽,再通过一层卷

积层 conv2 对特征图F忆的通道数 D 进行降维,得到

F义沂RW忆伊H忆伊d义,d义为降维后F义的通道数,最后经过全局

最大值池化层 GMP,提取多标签图像的特征纹理,
去除无用特征。 这样可以为每一张图像提取一个维

度为Rd义的图像特征向量 x:
x= fGMP( fconv2( fconv1(F);兹conv1);兹conv2)沂Rd义

其中,fGMP为全局最大值池化运算, fconv1 和 fconv2 分别

为卷积层 conv1 与 conv2 进行的卷积运算, 兹conv1,
兹conv2 分别为卷积层 conv1 与卷积层 conv2 的模型

参数。

1郾 3摇 词嵌入降维模块

高维 BERT 标签语义嵌入表示虽然可以很好地

表达标签自身的含义,但是其维度较高,所以在数据

总的标签数较少时,应该采用合适的降维方式对

GAT 学习得到的标签共现嵌入维度进行控制。 为

了对 GAT 得到的标签共现嵌入进行降维,ML鄄GAT
在词嵌入降维模块采用一层卷积核长度为 f 宽度为

1 的卷积层,对维度为RC伊L的高维 BERT 标签语义嵌

入矩阵Z0表示进行下采样,C 表示标签类别数,L 表

示预训练 BERT 标签次嵌入矩阵维度,进行卷积计

算时水平步长为 f,垂直步长为 1。 这样可以得到维

度为RC伊 L
f 的低维标签语义嵌入表示矩阵Z l,其中

L
f =d忆。

1郾 4摇 GAT 获取标签共现嵌入模块

为了提取含有标签与标签之间的非对称关系的

标签共现嵌入,ML鄄GAT 采用了 GAT 获取标签共现

嵌入模块,输入标签类别共现关系图与低维标签语

义嵌入表示矩阵Z l,Z l每一行都是一个类别标签的

低维标签语义嵌入表示向量,Z l = [ z
寅
1,z

寅
2;…,

寅
zC];z

寅
i

沂Rd忆,经过两层 GAT 后输出标签共现嵌入Z l+2 沂
RC伊d义。

GAT 首先针对每一个标签节点 i,计算标签节

点 i 与包括自身节点自身在内的所有邻居节点 j 之
间的相关系数eij:

eij =a([W z
寅
i椰W z

寅
j]),j沂Ni

其中,W沂RM伊d忆是共享参数,对标签节点 i 的特征zi
和标签节点 j 的特征z j进行增维,增维后的维度为

M,在 ML鄄GAT 中最后一层 M = d义,[·椰·]表示对

标签节点 i,j 的特征进行拼接可以将两个维度为RM

的向量拼接为R2M的向量,j沂Ni是与标签节点 i 存在

共现关系的一跳邻居节点。 a沂R2M运算将拼接特征

映射到一个实数上。
对相关系数采用归一化运算得到注意力系数:

aij =
exp(LeakyReLU(eij))

移
k沂Ni

exp (LeakyReLU(eik))

其中,LeakyReLU 是激活函数。 用注意力系数aij用

来计算每个节点的最终输出特征:

z忆i = 滓(移
j沂Ni

aijW z j)

其中,滓 为非线性激活函数。 因为通过计算得到的

标签 i 对标签 j 的注意力系数与标签 j 对标签 i 的注

意力系数不同,所以 GAT 得到的标签节点特征可以

一定程度上表示多标签学习中标签与标签之间的非

63 重庆工商大学学报(自然科学版) 第 39 卷
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对称关系,例如"飞机冶和“天空冶这一对标签,有“天
空冶这一标签时“飞机冶有着很小的概率同时出现,
而“飞机冶标签出现时则会大概率伴随着“天空冶标
签的出现。 ML鄄GAT 采用 GAT 可以单独为每一对

标签计算注意力系数,得到能更加准确表达标签之

间关系的标签共现嵌入。
在 GAT 获取标签共现嵌入模块,经过两层 GAT

的计算,可以得到一个带有类别标签间非对称关系,
维度为RC伊d义的标签共现嵌入Z l+2。 每一层的 GAT 计

算为

Z l+1 = fGAT(Z l,U)+Z l

其中,fGAT表示一层 GAT 计算,U沂RC伊C表示标签节

点从标签类别共现图中获得的相关矩阵建立方式与

ML鄄GCN 中相同,U 中元素uij取值取决于类别标签 i
与类别标签 j 之间的共现次数,为了能更好地将上

一层的信息传递到下一层,因此在计算时将加上之

前一层 GAT 的计算结果Z l。

1. 5摇 图像通用特征与标签共现嵌入融合模块

将维度为Rd义的图像特征向量 x 与多标签节点

特征矩阵Z l+2进行矩阵乘法,得到在第 i 张多标签图

像上的标签预测评分y卒 i:

y卒 i =Z l+2x
对于一张多标签图像样本,本模型使用的多标

签分类损失函数(Multi鄄label Soft Margin Loss):
L(y卒 i,yi) =

1
C移

C

j = 1
yij log((1exp( - y卒 ij)) -1) +

(1 - yij)log
exp( - yij)

1 + exp( - yij

æ
è
ç

ö
ø
÷

)

其中,第 i 张图像的真实标签为yi沂RC,y卒 ij和yij分别

表示y卒 i和yi的第 j 个元素。

2摇 模型参数设置与评价指标设计

2郾 1摇 实验平台及模型参数设置

实验所采用的软硬件环境为 Intel Pentium
G4560 @ 3郾 50 GHz,NVIDIA GeForece GTX 1080Ti
11 GB 显卡,12 GB 内存,操作系统为 Ubuntu 16郾 04,
编程语言为 Python,深度学习框架为 Pytorch 1郾 5。

ML鄄GAT 在两种常用多标签图像数据集上进行

对比实验,分别是:Microsoft COCO 2014(MS鄄COCO
2014) [26]和 PASCAL Visual Object Classes Challenge
(VOC 2007) [27]。 MS鄄COCO 2014 拥有 80 个类别的

多标签图像,包含 82 081 张图像组成的训练集和

40 504 张图像组成的验证集,平均每张图像都拥有

2郾 9 个类别标签。 VOC 2007 数据集包含 9 963 张图

像组成的训练集、验证集和测试集,包含 20 个常见

物体类别标签。
在 ML鄄GAT 中,将维度为RC伊L的高维 BERT 标

签语义嵌入矩阵Z0输入到词嵌入降维模块,预训练

BERT 标签次嵌入矩阵维度 L 取值为 1 024,经过一

层卷积核长度 4 宽度为 1 的卷积层进行下采样,水
平步长为 4 垂直步长为 1,得到低维标签语义嵌入

表示矩阵Z l沂RC伊d忆,d忆此时为 256,将Z l输入 GAT 获

取标签共现嵌入模块,经过两层 GAT 计算得到标签

共现嵌入Z l+2沂RC伊d义。 为了将标签共现嵌入应用在

图像特征上,将多标签图像解析度设置为 448伊448,
将其输入图像通用特征提取模块,得到多标签图像

特征图F沂RW伊H伊D,D 为 2 048,W、H 均为 14,针对

VOC 2007 数据集模型,采用的卷积层 conv1 不改变

其 W、H,使W忆、H忆与 W、H 相等。 MS鄄COCO 2014 数

据集中W,H 通过长宽为 5 卷积核的 conv1 计算得到

值均为 10 的W忆、H忆,在两种数据集上均经过长宽为

1 的卷积核的卷积层 conv2,对特征图通道数 D 进行

降维,得到F义沂RW忆伊H忆伊d义,最后采用池化核大小为W忆伊
H忆的全局最大值池化层 GMP 得到维度为Rd义的图像

特征向量 x,d义是图像特征向量 x 的维度,同时也是

标签共现嵌入的列维度,在 VOC 2007 数据集上的

取值分别为{300,512,768},而在 MS鄄COCO 2014 数

据集上设置d义为{1 024,1 280,1 536},d义参数设置

由参数搜索和数据集中的标签类别标签个数共同决

定,参数搜索策略为试错法,由于 MS鄄COCO 2014 所

含有的类别标签数是 VOC 2007 中所含类别标签数

的 4 倍,因此 d义也同步增加。 设置初始学习率为

0郾 005,采用随机梯度下降作为优化器,权重衰减设

置为 10- 4,动量设置为 0郾 9,总共训练 100 轮。

2郾 2摇 评价指标

测试采用的评价指标有:平均每类精度(CP)、
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平均每类召回率(CR)和平均每类 F1(CF1)值。 另

外针对整体分类结果使用平均整体精度(OP),平均

整体召回率(OR),平均整体 F1(OF1)进行评价。 针

对每个类别的分类准确度,取平均值得到平均精度

均值(mAP) [28],评价指标定义如下:

OP =
移 i

NC
i

移 i
NP

i

摇 OR =
移 i

NC
i

移 i
Ng

i

OF1 = 2 伊 OP 伊 OR
OP + OR 摇 CF1 = 2 伊 CP 伊 CR

CP + CR

CP= 1
C
NC

i

NP
i
摇 CR= 1

C
NC

i

Ng
i

其中,NC
i 表示对第 i 个类别标签正确分类的图像数,

NP
i 表示对第 i 个类别标签有预测的图像数,Ng

i 表示

对第 i 个类别标签存在真实值的标签数。 所有评价

指标均是数值越高越好。

3摇 实验结果及分析

在 MS鄄COCO 2014 数据集的实验中,因为实验

设备条件有限,且数据集中样本相对较多,故进行实

验时,采用随机抽取部分训练样本用作训练模型,再

将训练出的模型在全部测试样本上进行测试的方

法。 对于 ML鄄GCN 和 ResNet鄄101 进行同样的采样、
训练、测试方法进行实验,在 MS鄄COCO 2014 训练样

本列表中采用 Python 的 Random 模块,从 82 081 张

训练样本中随机抽取 4 000 个样本,采样 3 次,训练

出 3 个模型分别测试,对所有测试产生的评价指标,
取 3 次测试的均值作为实验结果。 VOC 2007 数据

集采用全部训练样本和测试样本进行实验。 实验结

果中各评价指标中最佳值均已加粗。
ML鄄GAT 在 VOC2007 上的测试结果如表 1 所

示,经过与近几年来的主流深度多标签图像分类模

型进行对比 (实验数据来源中除 ResNet鄄101、ML鄄
GAT,其他方法数据均来自各论文中给出的测试结

果),在d义设置为 512 的情况下,ML鄄GAT 在 mAP 这

一指标上达到了 94郾 3,在 14 个类别的分类上为最

佳值。 在 MS鄄COCO 2014 数据集上 ML鄄GAT 的测试

结果如表 2 所示,此时d义设置为 1 280,在所有标签

上的预测与前 3 个标签上的预测结果中,有 7 个主

要分类指标超过或持平 ML鄄GCN,说明 ML鄄GAT 模

型可以在多个常用数据集上取得较好的分类结果。

表 1摇 在 VOC 2007 上的实验结果

Table 1摇 Experimental results on VOC 2007

摇 摇 方 法

类 别摇 摇
飞机 单车 鸟类 船只 瓶子 巴士 汽车 猫类 椅子 奶牛 桌子 狗类 马匹 摩托 人类 植物 羊类 沙发 火车 电视 mAP

CNN鄄SVM 88郾 5 81郾 0 83郾 5 82郾 0 42郾 0 72郾 5 85郾 3 81郾 6 59郾 9 58郾 5 66郾 5 77郾 8 81郾 8 78郾 8 90郾 2 54郾 8 71郾 1 62郾 6 87郾 4 71郾 8 73郾 9

CNN鄄RNN 96郾 7 83郾 1 94郾 2 92郾 8 61郾 2 82郾 1 89郾 1 94郾 2 64郾 2 83郾 6 70郾 0 92郾 4 91郾 7 84郾 2 93郾 7 59郾 8 93郾 2 75郾 3 99郾 7 78郾 6 84郾 0

ResNet鄄101 99郾 6 97郾 7 97郾 7 96郾 7 67郾 5 92郾 1 96郾 0 97郾 4 75郾 4 78郾 8 85郾 0 98郾 2 96郾 4 95郾 8 98郾 3 73郾 8 79郾 7 80郾 4 98郾 7 90郾 7 89郾 8

ML鄄GCN 99郾 5 98郾 5 98郾 6 98郾 1 80郾 8 94郾 6 97郾 2 98郾 2 82郾 3 95郾 7 86郾 4 98郾 2 98郾 4 96郾 7 99郾 0 84郾 7 96郾 7 84郾 3 98郾 9 93郾 7 94郾 0

ML鄄GAT 99郾 9 98郾 6 98郾 6 98郾 3 80郾 6 94郾 5 97郾 4 97郾 8 83郾 3 96郾 5 86郾 0 98郾 3 98郾 4 97郾 1 98郾 9 85郾 4 96郾 5 86郾 3 99郾 3 94郾 5 94郾 3

表 2摇 在 MS鄄COCO 2014 上的实验结果

Table 2摇 Experimental results on MS鄄COCO 2014

摇 摇 摇 方 法

指 标摇 摇 摇

ALL TOP3

mAP CP CR CF1 OP OR OF1 CP CR CF1 OP OR OF1

ResNet鄄101 35郾 4 28郾 0 6郾 4 10郾 4 80郾 2 24郾 2 37郾 2 26郾 5 6郾 0 9郾 8 80郾 9 23郾 7 36郾 6

ML鄄GCN 68郾 6 65郾 6 65郾 6 65郾 6 69郾 6 69郾 7 69郾 6 72郾 6 56郾 7 63郾 7 78郾 9 59郾 8 68郾 0

ML鄄GAT 69郾 2 75郾 1 58郾 6 65郾 8 78郾 2 64郾 0 70郾 3 78郾 1 53郾 0 63郾 1 83郾 3 57郾 5 68郾 0
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摇 摇 为了比较不同数据集上标签共现嵌入列维度d义
对分类性能的影响,分别对两个数据集设置不同的

d义进行对比实验,如图 2 所示,在 VOC 2007 数据集

中,d义取值为 512 时,ML鄄GAT 在 mAP 评价指标上达

到最佳,在 MS鄄COCO 2014 数据集上进行一次采样

测试,d义大小为 1 280 时得到最佳 mAP,这说明 MS鄄
COCO 2014 数据集中的标签类别更多,标签共现嵌

入中冗余部分较少。 而 VOC 2007 因为标签类别较

少,因此标签共现嵌入冗余部分较多。 通过在这两

种数据集上进行对比实验,验证了 ML鄄GAT 在标签

共现嵌入降维,与对标签之间非对称关系的提取上

采取的策略是有效的。

(a) VOC 2007

(b) MS-COCO 2014

图 2摇 不同d义值对 mAP 的影响

Fig. 2摇 The influence of different d义 values on mAP

4摇 结束语

图卷积神经网络与 CNN 结合的深度多标签图

像分类模型 ML鄄GCN 在多标签图像的分类上取得

了很好的效果,但是 ML鄄GCN 中通过 GCN 获取到的

标签共现嵌入维度过高,标签共现嵌入没有很好的

反应标签之间非对称关系,针对 ML鄄GCN 存在的这

两点不足,提出一种基于图注意力网络的多标签图

像分类模型 ML鄄GAT。 ML鄄GAT 通过对输入 GAT 的

高维标签语义嵌入表示矩阵进行降维,解决了 ML鄄

GCN 利用 GCN 获取标签共现嵌入时,冗余部分降

低模型分类准确度问题,同时 GAT 可以对标签邻居

之间计算不同注意力系数,学习标签之间非对称关

系特征,促进模型分类。 通过在主流数据集上与多

标签深度学习经典模型进行对比实验,ML鄄GAT 模

型在多标签图像分类主要评价指标上,相较经典深

度多标签图像分类模型有一定的改进,实验证明了

ML鄄GAT 模型的有效性。
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Multi鄄label Image Classification Model Based on
Graph Attention Network

ZHANG Hui鄄yi,ZHANG Jin,HUANG Jun
(School of Computer Science and Technology, Anhui University of Technology,

Anhui Maanshan 243000, China)

Abstract: In order to solve the problem that the high co鄄occurrence dimension of labels in ML鄄GCN reduces
the model classification performance and the asymmetrical relationship between labels is not fully explored in ML鄄
GCN, a multi鄄label image classification model of ML鄄GAT based on graph attention network is proposed. Firstly,
the ML鄄GAT model reduces the dimensionality of the semantic embedding matrix of high dimensional labels. Then
the label co鄄occurrence embedding is obtained by the low dimensional label semantic embedding representation and
the label category co鄄occurrence graph after dimensionality reduction. At the same time, ML鄄GAT inputs the
original multi鄄label image into the convolutional neural network to extract the general features of the image, and the
general features of the multi鄄label image extracted by the convolutional neural network are unified in dimension
according to the embedded dimensions of the labels calculated by the graph attention network. Finally, ML鄄GAT
fusion of the image features after co鄄occurrence and dimensionality reduction of labels is used to obtain the label
prediction score of each multi鄄label image. Experimental results on VOC 2007 and MS鄄COCO 2014 show that ML鄄
GAT achieves good experimental results under the condition of sufficient training samples and sufficient number of
label categories. By comparing with other models, the strategy adopted by ML鄄GAT model can improve the multi鄄
label image classification performance of the model to a certain extent.

Key words: multi鄄label classification; graph attention network; convolutional neural network; deep learning
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