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摘　 要:为了使统计分析有效进行,特征筛选问题在超高维领域已被众多学者广泛研究;针对现存特征筛选方法不

能灵活处理超高维纵向数据的组内相关性问题,提出一个基于动态协方差建模的迭代特征筛选方法,并称之为迭

代的动态特征筛选方法;在每次迭代过程中,均使用修正的 Cholesky 分解代替静态协方差矩阵建模方法对纵向数

据的组内协方差矩阵进行动态建模,获得灵活的组内协方差矩阵估计,然后将所得估计代入广义估计方程中,并基

于广义估计方程特征筛选方法的思想建立特征筛选准则进行筛选,最后当迭代算法收敛时得到最终的筛选子模

型;引入随机模拟和酵母细胞周期循环基因表达数据集对迭代的动态特征筛选方法和基于广义估计方程的特征筛

选方法以及其他 2 个经典的独立特征筛选方法进行测试,结果表明:迭代的动态特征筛选方法不仅可以快速地筛

选出重要协变量,而且还能够更加灵活地处理纵向数据的组内相关性,拥有更高的筛选精度。
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Abstract In
 

order
 

to
 

make
 

statistical
 

analysis
 

effective feature
 

screening
 

has
 

been
 

widely
 

studied
 

by
 

many
 

scholars
 

in
 

the
 

ultra-high
 

dimensional
 

field.
 

Aiming
 

at
 

the
 

problem
 

that
 

the
 

existing
 

feature
 

screening
 

methods
 

cannot
 

flexibly
 

deal
 

with
 

the
 

intra-group
 

correlation
 

of
 

ultra-high
 

dimensional
 

longitudinal
 

data an
 

iterative
 

feature
 

screening
 

method
 

based
 

on
 

dynamic
 

covariance
 

modeling
 

was
 

proposed.
 

This
 

method
 

is
 

called
 

the
 

iterative
 

dynamic
 

feature
 

screening
 

method.
 

At
 

each
 

iteration the
 

modified
 

Cholesky
 

decomposition
 

was
 

used
 

to
 

replace
 

the
 

static
 

covariance
 

matrix
 

modeling
 

method
 

to
 

dynamically
 

model
 

the
 

intra-group
 

covariance
 

matrices
 

of
 

longitudinal
 

data
 

to
 

obtain
 

the
 

flexible
 

estimators
 

of
 

them and
 

then
 

these
 

estimators
 

were
 

substituted
 

into
 

the
 

generalized
 

estimating
 

equation
 

 GEE  
 

to
 

establish
 

the
 

feature
 

screening
 

criteria
 

for
 

screening
 

according
 

to
 

the
 

idea
 

of
 

GEE-based
 

screening
 

procedure
 

 GEES  .
 

Finally the
 

final
 

submodel
 

was
 

obtained
 

when
 

the
 

iterative
 

algorithm
 

converged.
 

Random
 

simulations
 

and
 

yeast
 

cell-cycle
 

gene
 

expression
 

dataset
 

were
 

introduced
 

to
 

test
 

the
 

iterative
 

dynamic
 

feature
 

screening
 

method GEES
 

and
 

the
 

other
 

two
 

classical
 

independent
 

feature
 

screening
 

methods.
 

The
 

results
 

show
 

that
 

the
 

iterative
 

dynamic
 

feature
 

screening
 

method
 

can
 

quickly
 

screen
 

out
 

important
 

covariates can
 

deal
 

with
 

the
 

intra-group
 

correlation
 

of
 

longitudinal
 

data
 

more
 

flexibly 
 

and
 

has
 

higher
 

screening
 

accuracy.
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1　 引　 言
伴随数据挖掘技术的深化和推广,人们使用的数

据在维数方面经历着前所未有的爆炸式发展。 例如:
在基因微阵列或蛋白质组学数据中,常用数以千计的

密码子数据以及大分子蛋白质表达作为协变量,使得

协变量的维数远大于样本容量,这类问题可以归为超

高维统计研究范畴。 按照文献[1]的定义,超高维数据

就是协变量的维数 pn 随着样本量 n 呈指数阶增长的数

据,即存在常数 v∈(0,1 / 2),使得 log pn( ) = nv。 在研究

超高维数据时,人们常常遵循稀疏性假设,即并非每一

个协变量都是重要的、不可或缺的,通常只有小部分协

变量会对响应变量产生影响。 但在超高维场合下,面
对计算便利性、统计准确性和算法稳定性等挑战,传统

变量选择方法的效果大打折扣[2-3] 。 因此,改进原有的

变量选择方法或者提出新的变量筛选方法来处理超高

维问题成为当今统计的热门研究领域。
文献[1]率先提出了一种独立特征筛选方法( Sure

 

Independence
 

Screening,SIS),针对超高维线性模型,通
过计算响应变量和各协变量间皮尔逊相关系数的绝对

值,对其进行排序,仅选择绝对值较大的一部分协变量

即重要协变量进入模型。 结果表明:SIS 易于计算,能
够实现快速筛选,并且在一定条件下,SIS 具有确定筛

选性质,能够准确高效地将超高维数据降维到高维数

据,使得传统变量选择方法可以有效使用。 特征筛选

方法的良好性质吸引了许多学者在更多模型假设下对

其进行大量研究,例如 NIS[4] 、DC-SIS[5] 、QaSIS[6] 。 但

是这些方法都是针对独立同分布数据提出的。 目前,
纵向数据作为最常见的复杂数据之一,在生物医学、金
融经济、环境科学等领域均具有广泛的应用。 相比独

立同分布数据,纵向数据的一个显著特征就是不同个

体之间的观测是相互独立的,而同一个体在不同时间

点所得的观测是相关的。 众所周知,好的协方差矩阵

估计可以提升纵向数据的分析效率。 针对超高维纵向

数据,如果直接沿用独立同分布数据下提出的特征筛

选方法,虽然可以实现快速降维,但是忽略数据中存在

的组内相关性会导致很多有效信息的丢失,使得特征

筛选的精度较低,这会影响最终的建模效果。 因此,对
于超高维纵向数据,如何充分考虑组内相关性以得到

筛选精度更高的特征筛选方法是本文所探索的。
一种常用的静态协方差矩阵建模方法为指定静态

工作相关矩阵(如一阶自回归 AR(1)、等相关 CS、滑动

平均 MA 等)来得到相应的工作协方差矩阵,这是文献

[7 ] 在 构 建 广 义 估 计 方 程 ( Generalized
 

Estimating
 

Equation,GEE)时所提出的方法。 近年来,应用工作相

关矩阵提出了一批超高维纵向特征筛选方法,例如文

献[8]在广义线性模型假设下提出的基于广义估计方

程的特征筛选方法 ( GEE-Based
 

Screening
 

Procedure,
GEES);文献[9]在时变系数模型假设下,提出了一个

新的特征筛选方法;文献[10]在广义变系数模型假设

下,提出了基于广义估计方程的非参数独立特征筛选

方法。 实验结果表明:这些方法可以对超高维纵向数

据进行有效的快速降维,并且筛选效果都优于 SIS、
NIS,这意味着纳入组内相关性可以很好地提高纵向数

据特征筛选的准确性[9] 。 但是针对不同的应用场景,
选择出合适的工作相关结构是困难的,当工作相关结

构被错误指定时,同样会严重影响到特征筛选的精度,
这在实际应用中有很大的局限性。

在充分考虑组内相关性的基础上,要提升现存特

征筛选方法的灵活性,关键在于建立良好的协方差模

型,允许更一般的相关结构。 一种灵活有效的协方差

建模方法是由文献[11]提出的修正 Cholesky 分解,可
以将协方差矩阵分解为相关部分和方差部分,然后再

用回归方法分别对这两部分中的参数进行建模。 该分

解方法的优点:对分解后两部分中的参数没有限制;可
以保证最终所得的协方差矩阵估计是正定的;建模过

程中可以依赖于时间或空间位置,比使用传统静态协

方差阵估计方法(即指定组内相关结构为 AR(1)、MA
或 CS)更加灵活。 近年来,修正的 Cholesky 分解被广

泛应用于纵向数据的研究工作中,一种同时对均值和

协方差阵建模的新途径被提出:如文献[12]利用广义

估计方程和修正的 Cholesky 分解在纵向线性模型下建

立了纵向数据的动态均值协方差模型;文献[13]放松

参数假设建立了纵向半参数联合均值协方差模型;文
献[14,15]基于 Huber 函数和修正的 Cholesky 分解研

究了纵向数据下的稳健参数估计与变量选择问题;相
关研究还可见文献 [ 16, 17 ]。 以上这些基于修正

Cholesky 分解的研究成果都是建立在低维或高维框架

下的,在超高维特征筛选领域尚无相关的理论与应用

研究成果。 因此,本文将在超高维纵向数据下,结合修

正的 Cholesky 分解和广义估计方程原理建立一个新的
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基于动态协方差建模的迭代特征筛选方法,并称之为

迭代的动态特征筛选方法 ( Iterative
 

Dynamic
 

Feature
 

Screening
 

Procedure,IDFS)。 新方法采用 GEES 中构造

特征筛选准则思想,在每次筛选时只需计算一次 pn 维

广义估计方程在原点的值,而无需分别计算 pn 个协变

量与响应变量的边际相关性,继承了 GEES 的快速筛选

性,同时采用修正的 Cholesky 分解来改进静态协方差

阵估计方法带来的局限性,对组内协方差阵进行更加

灵活和准确的动态建模,使新方法拥有更高的灵活性

和特征筛选精度。

2　 预备知识

2. 1　 超高维纵向线性模型

假设有 n 个个体,yi = ( yi1,…,yimi
) T 表示在时间

ti1 <…<timi
内针对第 i 个个体收集到的响应变量的观测

值,xi = (xi1,…,xim i) T 是相对应的 mi ×pn 阶协变量观测

矩阵,其中 xij = (xij1,…,xijpn
) T,则称{yi,xi,i = 1,2,…,

n}为纵向数据集。
假定协变量维数 pn 为超高维,考虑如下超高维纵

向线性模型:
 

yi = β01mi
+xiβ+εi,i = 1,2,…,n

 

(1)

其中,(β0,β) T 是 pn +1( ) 维未知参数向量,1mi
是 mi 维

单位向量,εi = (εi1,…,εimi
) T 是 mi 维随机误差向量,并

且 E εi | xi( ) = 0,Cov εi | xi( ) =Σ i,其中 Σ i 是第 i 个个体

的重复观测之间的协方差矩阵。 为了便于描述,本文

记 η= ( β0,β) T,Si η( ) = ( Si1 η( ) ,…,Simi
η( ) ) T,其中

Sij η( ) = εij = yij-xT
ijβ-β0。

2. 2　 广义估计方程原理

在模型式(1)的假设下,可得 η 的最优估计方程为

G(η) 􀰛 1
n

Σ
n

i = 1
ΠiΣ

-1
i Si η( ) = 0

 

(2)

其中,Πi = (1mi
︙xi) T。 然而在实际问题中,每个个体

组内的真实协方差矩阵 Σ i 通常是未知的,因此想要求

解式(2),得到 η 的有效估计就需要合理估计 Σ i。 于

是,文献[7] 构建了一个易估的工作协方差矩阵 Vi =

B1 / 2
i Ri α( ) B1 / 2

i 作为真实协方差矩阵 Σ i 的替代值,从而

建立了 η 的 GEE:
1
n ∑

n

i = 1
ΠiV

-1
i Si η( ) = 0

 

其中,Ri α( ) 为工作相关矩阵,α 为一个有限维的未知

待估参数向量,Bi 为 mi ×mi 阶对角矩阵,其第 j 个对角

元素为 Var(yij | xij)。

在求解的过程中,首先给定 η 的初始估计量η
︿
,然

后使用皮尔逊残差和矩方法,得到V
︿

i =B
︿

1 / 2
i R

︿

i B
︿

1 / 2
i ,最后

再将 η 的 GEE 改写为下式进一步求解:
1
n ∑

n

i = 1
ΠiV

︿
-1
i Si η( ) = 0

 

上式可能没有数值解,因此通常会利用 Newton-Raphson
迭代法或者 Fisher 得分迭代法来寻求近似解。

3　 迭代的动态特征筛选方法

3. 1　 基于修正 Cholesky 分解的动态协方差建模

在超高维背景下,协变量的维数异常巨大,很难直

接得到 Σ i = Cov Si η( ) | xi( ) 的估计。 因此首先采用现存

的特征筛选方法(如文献[1]所提方法)把模型式(1)
降维到如下稀疏纵向线性模型:

yi = β0A1mi
+xiAβA+εiA,i = 1,2,…,n (3)

其中,A 是所选协变量的指标集,集合大小表示为 dn =
A ≤pn,xiA 是相对应的 mi ×dn 阶协变量观测矩阵。 为

了便于描述,本文令 ηA = (β0A,βA) T 为 dn +1( ) 维未知参

数向量,Si ηA( ) = yi -xiAβA -β0A1mi
为 mi 维随机误差向

量,其中 Si ηA( ) 的第 j 个元素记为 SiA,j,然后将估计 Σ i

转化为估计 Σ iA = Cov Si ηA( ) | xiA( ) ,而 Σ iA 可理解为工

作协方差矩阵。
接下来,通过修正 Cholesky 分解对 Σ iA 进行建模。

该建模方法不需要事先假定任何工作相关结构,比传

统静态协方差估计方法更加 灵 活。 利 用 修 正 的

Cholesky 分解,协方差矩阵的逆 Σ -1
iA 可以分解为

Σ -1
iA = TT

i D
-1
i T i

其中,T i 是主对角元素全为 1,第 j,l( ) 个元素为-ψij,l

j>l( ) 的 mi ×mi 维下三角矩阵,Di 为 mi ×mi 维对角矩

阵,对角线元素为 σ2
ij = Var SiA,j( ) 。 定义 eiA = ( eiA,1,…,

eiA,mi
) T =T iSi ηA( ) ,可得:

SiA,1 = eiA,1,SiA,k = eiA,k +ψik,1 SiA,1 +…+ψik,k-1 SiA,k-1

E eiA | xiA( ) = 0,Cov eiA | xiA( ) =Di

于是,要得到 Σ iA 的估计,只需要估计广义自回归参数

ψij,l 和更新方差 σ2
ij。 根据文献[12]的建议,使用如下

广义线性模型对其进行建模:
ψij,l =wT

ijlγ,log σ2
ij( ) = zT

ijλ

其中,γ= (γ1,…,γq) T,λ= (λ1,…,λd) T 都是未知的,
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wijl = 1, tij -til( ) ,…, tij -til( ) q-1( ) T, zij = ( 1, tij, …,

tij
d-1) T。

进一步,只需估计 γ和 λ,可以通过求解如下广义

估计方程来得到:

U1 γ( ) = ∑
n

i = 1

∂eT
iA

∂γ( ) D-1
i eiA = 0 (4)

U2 λ( ) = ∑
n

i = 1
ZT

i DiW
-1
i e2

iA-σ2
i( ) = 0 (5)

其中,∂eT
iA / ∂γ是一个 q×mi 维矩阵,其第 1 列为零向量,

第 2≤ j≤mi 列为∂eiA / ∂γ= - ∑
j-1

k = 1
SiA,k wijk,Z i = ( zi1,…,

zimi
) T,σ2

i = σ2
i1,…,σ2

imi
( ) T。 Wi = B1 / 2

i Ri(ρ) B1 / 2
i 是 e2

iA

的工作协方差矩阵,其中Bi = 2diag σ4
i1,…,σ4

imi
{ } ,而

R i ρ( ) 中则引入了一个新的参数 ρ 来代表 e2
iA,j 和 e2

iA,k 之

间的相关性,但由于 ρ 的影响甚微(文献[14-16]),因
此可假设 ρ = 0,Wi = 2diag σ4

i1,…,σ4
imi

{ } 。

显然式(4)和式(5)不能直接获得数值解,因此,本
文采用 Fisher 得分迭代算法来进行求解,在给定 ηA 和

λ时,γ的更新方程为

γ
︿
= γ - ∑

n

i = 1

∂eT
iA

∂γ( ) D -1
i

∂eT
iA

∂γ( )
T

é

ë
ê
ê

ù

û
ú
ú

-1

×{

∑
n

i = 1

∂eT
iA

∂γ( ) D -1
i eiA

é

ë
ê
ê

ù

û
ú
ú } (6)

在给定 ηA 和 γ时,λ的更新方程为

λ
︿
= λ - ∑

n

i = 1
ZT

i DiW
-1
i DiZ i[ ]

-1 ×{

∑
n

i = 1
ZT

i DiW
-1
i e2

iA -σ2
i( )[ ] } (7)

最后可得∑iA 的估计为

∑
︿

iA
=T

︿
-1
i D

︿

i T
︿

T
i( ) -1,i = 1,2,…,n

其中,D
︿

i = diag exp zT
i1λ

︿
( ) ,…,exp zT

imi
λ
︿

( ){ } ,T
︿

i 的主对

角元素全为 1,第 j,l( ) 个元素为-ψ
︿

ij,l =wT
ijlγ

︿
j>l( ) 。

3. 2　 迭代算法

基于估计函数 G(η),ηA 和 Σ
︿

iA 以及文献[8]所提

方法,对于模型式(1),首先可以利用广义估计方程原

理得到估计函数为

D
︿

0 η( )

D
︿

1 η( )
( ) 􀰛D

︿
η( ) =

1
n ∑

n

i = 1
1T
mi∑

︿
-1

iA
Si η( )

1
n ∑

n

i = 1
xT
i ∑

︿
-1

iA
Si η( )

æ

è

ç
ç
ç
çç

ö

ø

÷
÷
÷
÷÷

然后可以提出如下的一个特征筛选准则:

A′ = 1≤j≤pn: D
︿

1j η∗
A( ) >δn{ }

其中,η∗
A = β0A,0T( ) T,D

︿

1j η∗
A( ) 是D

︿

1 η∗
A( ) = 1 / n( ) ∑

n

i = 1
xT
i ×

∑
︿

-1
iASi η∗

A( ) 的第 j 个元素,作为衡量第 j 个协变量相对

重要程度的统计度量指标,δn 是一个事先给定的阈值。
注 1　 在实际应用中,很难选择阈值 δn,因此通常

使用如下一个等价的筛选准则:

A′ = 1≤j≤pn:前 dn 个较大的 D
︿

1j η∗
A( ){ }

其中,dn 也是一个事先给定的阈值,规定了所选子模型

的大小。
因此,本文将结合修正的 Cholesky 分解和广义估

计方程原理建立一个基于动态协方差建模的迭代特征

筛选算法,并称之为迭代的动态特征筛选方法,算法过

程如下:
步骤 1　 设 m = 1,取 dn = [ n / log( n)]。 忽略重复

测量之间的相关性,使用文献[1]提出的独立特征筛选

方法得到初始子模型:A 1( ) = {1≤j≤pn:前 dn 个较大的

ω j},其中 A 1( ) 是所选协变量的指标集,ω j 是响应变量

和第 j 个协变量之间的皮尔逊相关系数,假设xiA 1( ) 是

相应的第 i 个个体的 mi ×dn 维协变量观测矩阵。

步骤 2　 对给定的指标集 A m( ) m≥1( ) ,将式(3)
中的指标集 A 替换为 A m( ) ,应用现存惩罚估计方法

(如自适应 LASSO) 得到ηA m( ) 的估计,记为η
︿

A m( ) =

β
︿

0A m( ) ,β
︿

T
A m( )( ) T;然后将式(4)和式(5)中的ηA 替换为

η
︿

A m( ) ,根据式(6)和式(7)更新得到γ
︿

m( ) 和λ
︿

m( ) ,得到

∑
︿

iA m( ) = T
︿

m( )

i( ) -1 D
︿

m( )

i T
︿

m( )

i( ) T( ) -1,其中T
︿

m( )

i 的

主对 角 元 素 全 为 1, 第 j,l( ) 个 元 素 为 - ψ
︿

m( )

ij,l =

wT
ijl γ

︿
m( ) j>l( ) ,D

︿
m( )

i =diag{exp(zT
i1 λ

︿
(m) ),…,exp( zT

imi

λ
︿

(m) )}。

步骤 3　 基于上一步得到的∑
︿

iA m( ) ,更新所选协变

量的指标集:
 

A m+1( ) = {1≤j≤pn:前 dn 个较大的 | D
︿

1j(η
︿

∗
A(m) ) | }

其中,η
︿

∗
A m( ) = β

︿

0A m( ) ,0T( ) T,D
︿

1j η
︿

∗
A m( )( ) 是D

︿

1 η
︿

∗
A m( )( ) =

1 / n( ) ∑
n

i =1
xT
i ∑

︿
-1
iA m( ) Si η

︿
∗
A m( )( ) 的第 j 个元素,令m=m+1。

步骤 4 　 重复迭代步骤 2 和步骤 3, 当指标集
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A m( ) 和 A m+1( ) 相等且元素顺序相同时或者迭代次数大

于 10 时,停止迭代。

令η
︿

A
︿ = β

︿

0A
︿ ,β

︿
T

A
︿( ) T,γ

︿
,λ

︿
,∑

︿

iA
︿ 为算法收敛时各统计

量的估计量,则此时所选协变量的指标集为

A
︿

= 1≤j≤pn:前 dn 个较大的 D
︿

1j η
︿

∗

A
︿( ){ }

其中,η
︿

∗

A
︿ = β

︿

0A
︿ ,0T( ) T, D

︿

1j η
︿

∗

A
︿( ) 是D

︿

1 η
︿

∗

A
︿( ) = 1 / n( ) ×

∑
n

i = 1
xT

i ∑
︿

-1

iA
︿ Si η

︿
∗

A
︿( ) 的第 j 个元素。

注 2　 为了在保证算法精度的同时保证算法效率,
本文设置迭代算法的终止条件有两个:一是迭代次数,
设置最大迭代次数为 10 次;二是算法精度,当第 k 次所

选子模型自变量的下标与第 k-1 次所选子模型自变量

的下标相同时停止迭代。 结果表明该迭代算法在 10
次以内就能达到收敛(见表 1)。

4　 随机模拟测试

假设真模型为

yij =β0 +xT
ijβ+εij;i = 1,…,n;j = 1,…,mi

其中,β0 = 0. 65,β = (β1,…,β15,0,…,0) T 是 pn 维向量,

ck ~ Binomal 1,0. 5( ) ,βk ~ -1( )
ck ×U 0. 5,1( ) ,k = 1,…,

15,这表示前 15 个协变量是重要协变量;xij = ( xij1,…,

xijpn
) T,其中 xijk 服从标准正态分布;设样本量 n = 100,

协变量个数 pn = 500、10
 

000、20
 

000,每个个体的重复观

测数量 mi 是从 10—20 里随机抽取的一个数;随机误

差向量 εi = (εi1,…,εimi
) T 考虑以下两种情况:

情况 1　 随机误差向量 εi 以 0. 5 的概率来自多元

正态分布 N 0,∑a
i( ) ,以 0. 5 的概率来自多元正态分

布 N 0,∑b
i( ) ,其中∑a

i = A1 / 2
i Ca

i A1 / 2
i 且 Ca

i 为相关系数

为 0. 85 的 AR(1)相关结构,∑b
i = A1 / 2

i Cb
i A1 / 2

i 且 Cb
i 为

相关系数为 0. 85 的可交换相关结构,A i = diag( exp

zT
i1λ( ) ,…,exp zT

im i
λ( ) ) ,zij = (1,tij,t2

ij,t3
ij ) T,λ= (0. 2,-

0. 05,0. 15,-0. 1) T, tij ~ U 0,1( ) 是第 i 个个体的第 j
次观测时间。

情况 2 　 随机误差向量 εi ~ N 0,Λi( ) ,其中 Λi =

ΔiBi Δi( ) T,Bi 是一个 mi ×mi 维对角矩阵,其第 j 个对角

元素为 1+2 sin 2πζij( ) ,ζij ~ U 0,2( ) ,Δi 是一个单位下

三角矩阵且第 j,l( ) 个元素为 sin π tij -til( )( ) - tij -til( ) 。
为了评估本文所提方法 IDFS 的有效性,将其与下

列 5 种特征筛选方法进行比较:超高维线性模型下的

独立特征筛选方法(SIS);超高维稀疏可加模型下的非

参数独立筛选方法(NIS);基于广义估计方程的特征筛

选方法(GEES),包括独立结构下的 GEES,记为 GEES-
IND;AR(1)相关结构下的 GEES,记为 GEES-AR(1);
可交换相关结构下的 GEES,记为 GEES-CS。

然后使用以下两个准则来评价特征筛选的效果:
 

MMS,即包含所有重要协变量的最小模型大小,该值

越接近重要协变量的个数越好;
  

Pa,即在给定模型大

小 dn = n / log n( )[ ] 下,T 次数值模拟后所有重要协变

量都被选入最终子模型中的比例,该值越接近于 1
越好。

按照上述模拟的设定,将每种情况重复模拟 200
次。 表 1 给出了情况 1 和情况 2 中 IDFS 的平均迭代次

数,可以看到在两种情况下 IDFS 都很快收敛了,平均

迭代次数不超过 3 次。

表 1　 算法的平均迭代次数

Table
 

1　 Average
 

number
 

of
 

iterations
 

of
 

the
 

algorithm

pn 平均迭代次数 标准差

情况 1

5
 

000 2. 360 0. 908

10
 

000 2. 300 0. 481

20
 

000 2. 365 0. 909

情况 2

5
 

000 2. 485 0. 558

10
 

000 2. 570 0. 614

20
 

000 2. 510 0. 549

表 2、表 3 分别给出了在情况 1 和情况 2 中使用上

述 6 种方法进行 200 次数值模拟后 5%、25%、50%、
75%、95%分位点下的 MMS 值和 Pa 值。 由表 2 可知:
在情况 1 下,IDFS 的 MMS 值更接近重要协变量个数

15,Pa 值更接近 1,因此 IDFS 的表现优于 SIS、 NIS、
GEES-IND、GEES-AR(1)、GEES-CS,具有更高的筛选精

度。 由表 3 可知:在情况 2 下,与情况 1 相比,各方法的

筛选精度都有所下降,但 IDFS 的表现仍是最优的。 这

说明在纵向数据组内相关结构复杂的情况下,IDFS 更

加灵活,能更充分地利用纵向数据组内相关性,达到更

高的筛选精度。
综上所述,IDFS 可以快速地筛选出重要变量且比

现存方法更灵活,具有更高的筛选精度。
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表 2　 情况 1 下 200 次模拟后的筛选效果

Table
 

2　 Screening
 

performance
 

over
 

200
 

simulations
 

for
 

Case
 

1

pn 特征筛选方法
MMS

5% 25% 50% 75% 95% 100%
Pa

5
 

000

SIS 15 15 15 15 15 18 0. 995
NIS 15 15 15 15 20 34 0. 980

GEES-IND 15 15 15 15 15 18 0. 995
GEES-AR(1) 15 15 15 15 18 77 0. 980

GEES-CS 15 15 15 15 15 18 0. 995
IDFS 15 15 15 15 15 16 0. 995

10
 

000

SIS 15 15 15 15 15. 05 19 0. 985
NIS 15 15 15 15 20. 05 104 0. 975

GEES-IND 15 15 15 15 15. 05 19 0. 985
GEES-AR(1) 15 15 15 15 19. 05 79 0. 970

GEES-CS 15 15 15 15 15 17 0. 995
IDFS 15 15 15 15 15 17 0. 995

20
 

000

SIS 15 15 15 15 15. 05 20 0. 990
NIS 15 15 15 15 21. 05 81 0. 975

GEES-IND 15 15 15 15 16 21 0. 990
GEES-AR(1) 15 15 15 15 19. 05 260 0. 965

GEES-CS 15 15 15 15 15 16 0. 990
IDFS 15 15 15 15 15 16 0. 990

表 3　 情况 2 下 200 次模拟后的筛选效果

Table
 

3　 Screening
 

performance
 

over
 

200
 

simulations
 

for
 

Case
 

2

pn 特征筛选方法
MMS

5% 25% 50% 75% 95% 100%
Pa

5
 

000

SIS 15 15 15 17 62. 05 348 0. 940
NIS 15 16 19 35 207. 20 1

 

552 0. 870
GEES-IND 15 15 15 17 62 314 0. 935

GEES-AR(1) 15 15 15 17 57. 20 315 0. 920
GEES-CS 15 15 15 17 48. 05 342 0. 925

IDFS 15 15 15 16 24. 10 109 0. 945

10
 

000

SIS 15 15 15 18 94. 50 1
 

165 0. 940
NIS 15 16 21 55. 25 581. 95 2

 

203 0. 855
GEES-IND 15 15 15 18 88. 20 1

 

124 0. 920
GEES-AR(1) 15 15 15 19 91. 10 1

 

002 0. 915
GEES-CS 15 15 15 18 76. 15 1

 

128 0. 930
IDFS 15 15 15 17 54. 25 766 0. 945

20
 

000

SIS 15 15 16 20 185. 05 1
 

343 0. 915
NIS 15 17 26. 50 82. 75 1

 

428. 60 6
 

711 0. 825
GEES-IND 15 15 16 21. 25 213. 55 1

 

337 0. 930
GEES-AR(1) 15 15 16 22. 25 174. 05 926 0. 925

GEES-CS 15 15 16 21 193. 30 1
 

199 0. 910
IDFS 15 15 15 17. 25 88. 15 3

 

447 0. 945

5　 实例分析与应用
转录因子通过与基因上的特定序列相结合,激活

或者抑制基因的表达,在调控基因表达方面具有重要

作用(详见文献[18])。 本文将分析由文献[19]清洗

过的酵母细胞周期基因表达数据集(可在 R 软件的

spls 包中获取),用于识别影响酵母细胞周期中基因表

达的重要转录因子。 该数据集包含 18 个时间点上 542
个酵母细胞的细胞周期调控基因的观测,响应变量 yij
为第 i 个基因在第 j 次观测的基因表达水平,协变量向量

xij = xii1,…,xii106( ) T,其中 xiik 为第 i 个基因与第 k 个转录

因子的结合概率,i = 1,…,542;j = 1,…,18;k = 1,…,106。
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为了说明该数据重复观测之间的确存在相关性,
本文使用修正的 Cholesky 分解方法对其组内协方差矩

阵进行建模,得到如表 4 所示的参数向量 γ 和 λ 的估

计值,并通过分块 bootstrap 方法得到其标准差估计和

95%正态置信区间。 由表 4 可得:在显著性水平为 5%
的情况下,γ和 λ 显著不为 0,说明该数据的重复观测

之间存在显著的相关性。
因此,对该数据建立如下纵向线性回归模型:

yi = β0118 +xiβ+x􀮨iα+εi;i = 1,2,…,542
 

(8)
其中, β0,βT( ) T 和 α 分别为 p+1 维和 p 维未知参数向

量(p = 106),yi = yi1,…,yi18( ) T,xi = xi1,…,xi18( ) T,x􀮨i =
xi1 ti1,…,xi18 ti18( ) T,xij = xii1,…,xii106( ) T,tij = j-1( ) / 17,

118 是 18 阶单位向量,εi 是随机误差向量。 此时协变量

个数为 2p,为了便于描述,本文对数据集中的每一个协

变量进行编号,例如第一个协变量即第一个转录因子

ABF1 的结合概率记为 ID = 1,第二个协变量即第二个

转录因子 ACE2 的结合概率记为 ID = 2,以此类推,总共

有 212 个 ID。
根据文献[20],已知 21 个被生物实验证明确实对细

胞周期循环有显著影响的转录因子为 ABF1(ID = 1)、
ACE2(ID = 2)、BAS1(ID = 9)、CBF1(ID = 11)、FKH1(ID =
21)、FKH2(ID = 22)、GCN4(ID = 27)、GCR1(ID = 28)、
GCR2(ID = 29)、LEU3(ID = 46)、MBP1(ID = 51)、MCM1
(ID = 52)、MET31(ID = 53)、NDD1(ID = 61)、REB1(ID =
70)、SWI4 ( ID = 93)、SWI5 ( ID = 94)、 SWI6 ( ID = 95)、
STB1(ID = 88)、SKN7(ID = 84)、STE12(ID = 89)。

设置筛选的阈值 dn = n / 2log n( )( )[ ] = 43,采用本文

所提方法 IDFS 以及其他 5 种方法 SIS、NIS、GEES-IND、
GEES -AR(1) 、GEES-CS,得到如图1和表5所示的特征

筛选结果。 表 5 报告了 IDFS 和其他 5 种方法的筛选结

果中,包含 21 个已知的重要转录因子的个数,将其作为

性能比较指标,可知 IDFS 比其他 5 种方法表现更好,更
具实用性。 例如,IDFS 筛选出的排名前 5 的转录因子中

包含 4 个已知的有显著影响的转录因子,GEES-AR(1)
和 GEES-CS 方法选中的排名前 5 的转录因子中分别包

含 2 个和 1 个已知的有显著影响的转录因子,而基于独

立结构的 SIS、NIS、GEES-IND 此时已经失效了。

表 4　 γ和 λ的估计值及其标准差估计和 95%正态置信区间

Table
 

4　 The
 

estimators
 

and
 

sample
 

standard
 

errors
 

and
 

95%
 

normal
 

confidence
 

intervals
 

of
 

γ
 

and
 

λ

估计值 标准差 95%正态置信区间

γ

γ1 0. 297 0. 014 (0. 270,0. 323)
γ2 -2. 996 0. 086 (-3. 165,-2. 827)
γ3 6. 211 0. 212 (5. 796,6. 627)
γ4 -3. 864 0. 153 (-4. 163,-3. 565)

λ

λ1 -0. 746 0. 099 (-0. 940,-0. 553)
λ2 -4. 301 0. 806 (-5. 881,-2. 720)
λ3 4. 804 1. 728 (1. 417,8. 191)
λ4 -1. 918 1. 051 (-3. 978,0. 142)

表 5　 6 种方法下前 5、前 15 和前 25 个被选中的协变量中

包含 21 个已知重要转录因子的个数

Table
 

5　 The
 

first
 

5,15
 

and
 

25
 

selected
 

covariates
 

contain
 

the
 

numbers
 

of
 

21
 

known
 

important
 

transcription
 

factors
 

for
 

the
 

six
 

methods

SIS NIS GEES-IND GEES-AR(1) GEES-CS IDFS

前 5 个 0 0 0 2 1 4

前 15 个 0 0 0 3 4 7

前 25 个 0 0 0 4 7 8

图 1　 本文所提方法(IDFS)与现有方法(NIS,
 

SIS,
 

GEES-IND,
 

GEES-AR(1),
 

GEES-CS)在前 25 个所选协变量中相同
的协变量 ID

　 　 注:符号“∩”代表了在两种方法下前 25 个所选协变量 ID 的交集。
Fig. 1　 The

 

ID
 

of
 

the
 

same
 

covariate
 

in
 

the
 

first
 

25
 

selected
 

covariates
 

between
 

the
 

proposed
 

method
 

(IDFS)
 

and
 

the
 

existing
 

methods
 

(NIS,
 

SIS,
 

GEES-IND,
 

GEES-AR(1),
 

GEES-CS)
　 　 Note:the

 

symbol
 

“∩”
 

represents
 

the
 

intersection
 

of
 

the
 

first
 

25
 

selected
 

covariate
 

IDs
 

under
 

the
 

two
 

methods.
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6　 结　 论
基于静态工作相关结构提出的超高维特征筛选方

法,当工作相关结构被错误指定时,特征筛选的精度会

受到严重影响。 因此,在超高维纵向线性模型下,提出

一个迭代的动态特征筛选方法( IDFS),将广义估计方

程原理和基于修正 Cholesky 分解的动态协方差建模方

法结合起来,在每次迭代过程中,使用修正 Cholesky 分

解得到良好的组内协方差阵估计,基于广义估计方程

特征筛选方法的思想建立特征筛选准则,当迭代算法

收敛时得到最终的子模型。 随机模拟结果显示:IDFS
可以快速筛选出重要协变量,并且比现存方法具有更

高的灵活性与筛选精度。 最后,选取酵母细胞周期循

环基因表达数据集作为实证研究对象,检验了新方法

在寻找影响酵母循环基因表达的重要转录因子的能

力,结果证明新方法相比于现存方法更具实用性。
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